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基于深度神经网络的舰载柜型设备冲击环境
预报及特征重要性分析
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摘要：为建立舰载柜型设备内部冲击环境的智能预报方法，本研究以典型舰载电柜为对象开展冲击试验验证数

值计算方法可靠性。基于行业调研数据建立参数化柜型设备简化模型，利用 Abaqus二次开发构建批量化有限

元分析平台，成功获取包含结构参数−冲击载荷−动态响应的 1000组全要素数据集。针对传统回归模型的局限

性，创新性构建深度神经网络（DNN）冲击响应预测模型，开发谱加速度、谱速度及谱位移的专用预测网络。通过

网格搜索算法优化网络拓扑结构实现决定系数 R2 > 0.9，其中谱加速度预报归一化平均绝对误差为 0.14，谱速度

以及谱位移预报误差均低于 0.1。引入 SHAP（SHapley Additive exPlanations）可解释性分析方法，揭示安装频率、

基础冲击环境的谱速度及板厚为冲击响应的主导因素，阐明结构参数与冲击载荷的耦合作用机制。研究成果为

舰载设备抗冲击设计提供了高效分析工具与理论支撑。
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Shock environment prediction and feature importance analysis
of shipborne cabinet-type equipment based on deep

neural network

YOU Zhong−you 1, WANG Hai−kun 1,2, XIE Teng 1,2, WU Wei−di 1

(1. China  Ship  Scientific  Research  Center, Wuxi  214082,  China;  2. National  Key  Laboratory  of  Ship  Structure  Safety,
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Abstract: To establish an intelligent prediction method for internal shock environments of shipboard cabinet-
type  equipment,  this  study  conducted  shock  tests  on  typical  shipboard  electrical  cabinets  to  verify  the
reliability of numerical calculation methods. Based on industry survey data, a parametric simplified model of
cabinet-type  equipment  was  established.  Using  Abaqus  secondary  development,  a  batch  finite  element
analysis  platform  was  constructed,  successfully  obtaining  1000  complete  datasets  containing  structural
parameters, shock loads, and dynamic responses. To address the limitations of traditional regression models,
an  innovative  deep  neural  network  (DNN)  shock  response  prediction  model  was  developed,  creating
dedicated prediction networks for spectral acceleration, spectral velocity and spectral displacement. Through
grid search algorithm optimization of network topology, a coefficient of determination R2 > 0.9 was achieved,
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with  the  mean  absolute  error  of  spectral  acceleration  prediction  being  0.14,  while  spectral  velocity  and
spectral  displacement  prediction  errors  were  both  below  0.1.  The  SHAP  (SHapley  Additive  exPlanations)
interpretability  analysis  method  was  introduced,  revealing  that  installation  frequency,  spectral  velocity  of
foundation  shock  environment  and  plate  thickness  are  dominant  factors  in  shock  responses,  clarifying  the
coupling  mechanism  between  structural  parameters  and  shock  loads.  The  research  results  provide  efficient
analysis tools and theoretical support for shock-resistant design of shipboard equipment.
Key words: shipborne equipment; DNN; shock environment; SHAP analysis 

0  引　言

舰载柜型设备作为电子设备的重要载体，在舰船上分布广泛，承载着海军舰船通信、导航、武器控

制等关键功能。然而，在海上作战环境中，舰船可能会受到水下非接触爆炸的强冲击作用，造成难以修

复的大范围设备破坏[1]，影响舰船的作战能力和生存能力。因此，为保证舰船的生命力及舰载电子设备

在冲击状态下依然能够正常工作，需要对舰载电子设备的抗冲击能力提出更高要求[2]。

冲击环境下舰载柜型设备的动态响应已通过试验、理论和数值方法进行了广泛的研究。由于舰载

电柜的冲击试验对试验设施有着较高的要求，因此没有大范围开展；理论方法仅限于计算简单结构的冲

击响应；数值方法是计算舰载柜型设备冲击响应的有力工具。李亚璘等[3] 建立了配电箱的有限元模型

并对其进行垂向抗冲击计算，得出了与试验相近的结果；研究表明配电柜在冲击下垂向的加速度响应要

明显大于横向和纵向的加速度响应。在上述研究的基础之上，Guo等[4] 对舰载机柜内部不同区域的冲

击环境进行了研究，分析了机柜横板不同厚度和结构对冲击环境的影响，研究表明刚性安装在机柜内部

的电子元件在冲击环境下会受到显著影响。作为弹性安装的设备，其减震器的动态性能对设备的冲击

响应有着显著的影响。王东伟等[5] 给出了弹性安装条件下舰载机柜的建模方法，在此方法基础上对机

柜进行模态分析，并给出了机柜及其各区域的振动特性。弹性安装条件下舰载柜型设备的冲击响应数

值计算方法已相对成熟，然而有限元模拟的准确性与专家经验以及试验验证有关。因此，有必要提出一

种高效、准确的方法来评估冲击环境下舰载柜型设备的动态响应。

机器学习（ML）方法具有强大的拟合能力，是一种解决复杂问题的创新工具，该方法能够通过复杂

的数据驱动训练，揭示数据输入及输出之间的非线性映射关系[6]；其最具代表性的工具之一是人工神经

网络，包括深度神经网络（DNN）、卷积神经网络（CNN）等，其中，DNN已被用作回归和分类问题的基本

深度学习算法[7]。与传统回归模型相比，基于深度学习的回归模型能够通过替换增强的数据集和调整

各种超参数，例如架构中的学习率、密集层单元和损失函数等以实现更高的准确性[8]。

在 DNN模型中，隐含层的数量以及隐含层内神经元数量和分布的选取非常重要，这些超参数决定

了隐含层的拓扑结构并显著影响模型的性能。然而，目前超参数的选择依旧是一个悬而未决的问题[9]。

目前，基于深度学习的回归模型已被广泛应用于流体力学和结构力学领域[10]，特别是力学中的正向问题

（例如结构响应的预测）和逆向问题（例如载荷识别）。在海洋工程中，DNN模型已被用于预测各种结构

在载荷下的响应，例如近场水下爆炸冲击下加筋板的动态响应[11] 以及轴向压缩下圆柱壳的响应[12]。

本文以某型号舰载低压系统配电柜为例，建立其有限元模型并进行数值计算，通过试验验证计算

方法的有效性。在此基础上对常用的舰载柜型设备进行简化，并通过 Python脚本批量建立其参数化有

限元模型，基于 Abaqus对模型进行求解，获得 1000组冲击响应有限元数据。基于有限元数据，建立深

度神经网络回归模型，并利用网格搜索算法对其网络结构进行超参数优化，同时将优化后的模型与其他

回归模型性能参数进行对比分析。最后利用 SHAP方法对预报模型的谱加速度相关的各参数进行重

要性分析，揭示了各输入特征对模型预测结果的影响规律。 
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1  舰载电柜冲击响应计算方法
 

1.1 冲击试验

以某舰载低压系统配电柜为例，由侧板、顶板、元件板等部件构成，配电柜（以下也简称为电柜）主

体结构之间由焊接的方式连接而成，电柜门板与主体之间通过螺栓进行连接，电柜底部及背部配有钢丝

绳减震器。电柜外形尺寸如图 1 （a）  所示，长为 650 mm，宽为 581.5 mm，高为 1560 mm，重量为

210 kg；电柜侧板、顶板、底板以及元件板厚度均为 2 mm、内侧撑厚度为 2.5 mm；电柜内部元件主要安

装部位为电柜底部、门板背部以及元件安装板处；钢丝绳减震器垂向刚度为 568 kN/m，阻尼比为 0.18。
如图 1 （b） 所示，试验共设置三个加速度测点，分别位于砧台中部、L型过渡安装架基脚和电柜顶部。

试验时摆锤由一定高度释放，冲击载荷由砧台逐步向上传递至受试设备，电柜主要承受垂向冲击载荷；

试验中摆锤高度由低到高分别为 30 cm、60 cm、70 cm、80 cm、100 cm、120 cm、140 cm。
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图 1  配电柜及其试验设置

Fig.1  Distribution cabinet and test setup
  

1.2 数值计算

电柜各部分结构尺寸远大于其厚度，因此采用壳单元建立电柜的有限元模型；钢丝绳减震器采用

Bushing连接进行模拟，其刚度及阻尼与实际设

备保持一致，螺栓连接采用梁单元进行模拟。在

相互作用设置中，在电柜安装位置与基础质量点

之间创建耦合约束，使两者垂向运动保持一致。

电柜各部分采用四边形网格进行划分，网格单元

尺寸为 10 mm×10 mm。电柜有限元模型如图 2
所示。同时，为保证电柜内部质量分布与实际一

致，将柜体内部各元器件以质量点的形式连接至

对应安装部位。

采用显式动力学方法对舰载电柜的冲击响

应进行计算，选取锤高分别为 30 cm、60 cm、

80 cm、100 cm、120 cm、140 cm的试验工况，将

试验中 A2传感器实测的加速度数据作为垂向

加速度激励施加到基础质量点，计算时长为 0.2 s；输出电柜有限元模型顶部与传感器 A3相同位置的加

速度响应数据，并与试验数据进行对比分析，低通滤波器截止频率设置为 100 Hz。表 1给出了不同工

况下加速度峰值误差。由计算结果可以看出，不同工况下计算值与试验值误差均小于 10%，验证了计

算方法的有效性，为后续的参数化建模计算奠定了基础。
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图 2  电柜的有限元模型

Fig.2  Finite element model of distribution cabinet
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表 1  计算值与试验值误差

Tab.1  Errors between calculated and test values
 

锤高/cm 30 60 80 100 120 140
试验峰值/g 7.06 21.5 30.09 33.15 38.25 39.23
计算峰值/g 6.87 20.56 29.13 31.01 36.44 37.42

误差 2.8% 4.3% 3.16% 7.0% 4.7% 4.6%
  

1.3 参数化有限元模型

常见舰载柜型设备的类型主要有网络机柜、服务器机柜、配电柜以及控制电柜等，通过调研获得其

结构参数（见表 2）。在此基础上对其结构进行简化，保留柜体高度 H、长度 L、深度 W以及板厚 T作为

关键参数，简化后的结构如图 3所示。
  

表 2  常用柜型设备及其尺寸参数

Tab.2  Common cabinet-type equipments and size parameters
 

分类 高度/mm 长度/mm 深度/mm 板厚/mm
网络机柜 600~2000 600~800 600~800 1.5~3.0

服务器机柜 600~2000 600 -1000 600~1000 1.5~3.0
配电机柜 1800~2000 600~1000 400~500 1.5~3.0

低压配电柜 1800~2000 600~000 400~500 1.5~3.0
中压配电柜 2000~2200 800~1000 500~600 2.0~4.0
控制电柜 1500~2000 600~800 300~500 1.5~3.0
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图 3  参数化柜型设备

Fig.3  Parametric model of cabinet-type equipment
 

f ζ

K C

在前述仿真计算的基础之上，利用 Python脚本对 Abaqus进行二次开发，实现柜型设备的参数化批

量建模，采用与前文同样的建模方法及边界条件，并基于模型质量和选定的安装频率   和阻尼比   计
算电柜底部钢丝绳减震器的刚度   及阻尼  。对于输入冲击载荷的设置，本文共选取包含国军标以及

试验工况在内的 7个基础冲击环境，各个冲击环境的谱速度、谱加速度以及谱位移见表 3；最后依据德

国军标 BV043-85将设计冲击谱转换为如图 4 （a） 所示的时域载荷三角波，对有限元模型进行加载。组

合三角波中各参数计算方法如下

a2 = 0.6a0 (1)

V1 = 0.75v0 (2)

t3 = 2V1/a2 (3)

t2 = 0.4t3 (4)

t5 = t3+
(
6.3d0−1.6a2t2

3

)
/1.6a2t3 (5)
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a4 = a2t3/ (t3− t5) (6)

t4 = t3+0.6(t5− t3) (7)
a0 v0 d0式中： 、 、 分别为电柜基础冲击环境的谱加速度、谱速度以及谱位移。

 
 

表 3  参数化模型基础冲击环境输入

Tab.3  Basic shock environment inputs for parametric model
 

工况编号 1 2 3 4 5 6 7
a0 /g 800 45 50 74 86 98.4 125.6

v0 /（m·s−1） 1.8 3 3.5 4.66 5.16 5.9 6.27

d0 /m 0.09 0.1 0.12 0.13 0.17 0.24 0.22
 

 
 

（a）时域载荷 （b）有限元模型 （c）元器件安装位置
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图 4  参数化有限元模型

Fig.4  Parametric finite element model
 

相关参数名称及选择范围如表 4所示，通过对相关参数在一定范围内进行随机采样，生成一系列

具有不同结构参数及冲击载荷的有限元模型，如图 4 （b） 所示。通过 Abaqus求解器对模型进行显式动

力学计算，可得出该结构不同位置的冲击响应。研究表明，相关结构元件安装板中部的冲击响应要高于

其他部位[13]，故本文以该部位的冲击响应为例，计算如图 4 （c） 所示 A位置的加速度响应并将其处理为

冲击响应谱，通过对冲击响应谱进行取值，将其处理为设计谱。
 
 

表 4  相关参数类型及范围

Tab.4  Type and range of related parameters
 

参数名称 H /mm L/mm W /mm T /mm f /Hz ζ 工况编号

最小值 600 600 300 1.5 5 0.05 1
最大值 2000 1000 1000 4 30 0.3 7

  

2  DNN 回归模型
 

2.1 DNN 回归算法

回归是一种表示两组随机变量之间关系的统计学方法，一般的多元回归问题可以表示为

y = f (x;θ) (8)
x y θ f

{(xi, yi) |i = 1, · · · ,m}
式中： 和 分别是具有多个变量的输入和输出向量。为学习具有参数集 的映射函数 ，对于给定的训

练样本集 ，需令损失函数最小化，其中损失函数定义为

E = g (y, ŷ,m) (9)
ŷ式中： 为使用方程（10）预测的输出向量。

神经网络采用梯度下降法改进了回归方法。DNN由一个输入层、多个隐藏层和一个输出层组
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成。本文所采用的 DNN布局如图 5所示。每一层包含多个神经元，每个神经元都与下一层所有神经

元相连。神经元是一个具有多输入和单输出的单元，神经元的计算可以表示为

y j = fact

∑
i=1

xiWi j+b j

 (10)

xi i y j j Wi j

b j

式中：   表示输入层中第   个神经元；   是隐藏层中第   个神经元的值；   是与每个连接关联的权

重；   是偏置项。
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图 5  深度神经网络布局

Fig.5  Layout of deep neural network
 

fact激活函数  用于模拟人类神经元的阈值激活行为，将非线性因素引入 DNN，以实现基本线性空间

到复杂非线性空间的映射。常用的激活函数包括 Sigmoid激活函数、双曲正切激活函数（Tanh）等，本

研究选用修正线性单元激活函数（ReLU），它具有良好的回归特性[14]。

L δ(L)

神经网络的前向传播和误差反向传播是深度学习中的两个核心过程，在前向传播阶段，输入数据

通过网络的每一层，经过权重和偏置的线性组合，再通过激活函数，最终在输出层得到预测结果。在输

出层，计算预测输出与真实标签之间的误差。对于第 层（输出层），误差 可以表示为

δ(L) =
∂C
∂z(L)

=
∂C
∂a(L)

· ∂a
(L)

∂z(L)
(11)

C a(L) L Z(L) L式中： 是损失函数； 是第 层的激活输出； 是第 层的加权输入和。常用的损失函数有 RMSE（均
方根误差）、MAE（平均绝对误差）等。

L δ(L) l (l < L)从第 层开始，逐层向后计算每层的误差 。对于第 层 ，误差可以表示为

δ(l) =
∂C
∂z(l)
=
(
W (l+1)

)T
δ(l+1) · f ′

(
z(l)
)

(12)

W (l+1) l+1 l f ′
(
z(l)) l式中： 是第 层到第 层的权重矩阵； 是第 层激活函数的导数。

W (l) b(l)利用计算得到的误差信号，更新每一层的权重和偏置。权重 以及偏置 的更新规则分别为

W (l) =W (l)−η ·δ(l) ·
(
a(l−1)
)T

(13)

b(l) = b(l)−η ·δ(l) (14)
η a(l−1) l−1式中： 是学习率； 是 层的激活输出。

重复上述过程进行迭代优化，直到模型在训练集上的性能达到特定的水平或达到预设的迭代次

数。由于 DNN存在多个隐藏层以及可以选择合适的激活函数，因此可以准确有效地解决非线性问题。 

2.2 结构冲击响应预测

在 DNN回归中，隐藏层的结构选择是决定模型回归性能的关键问题。对于单层网络，只需要确定

神经元个数即可，而对于多隐藏层网络，则需要确定隐藏层数量以及每个隐藏层内的神经元数量。如果
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选择的隐层数和隐层神经元数远小于匹配问题复杂度所需的数量，则会出现欠拟合现象；反之，过多的

隐藏层数量将导致模型的过拟合。通常来说，隐藏层的神经元数量受输入特征以及目标参数的影响，可

通过经验公式试凑法确定，然而试凑法非常耗时。网格搜索算法作为常用的超参数调整方法，通过在模

型训练过程中自动遍历各超参数组合，大大缩短了计算时间，且每一个超参数都可独立调整。

本文将隐含层数量以及每个隐含层内的节点数作为 DNN的结构参数，在最后一层加入 Dropout
层以防止出现过拟合，并将 Dropout Rate作为网格搜索的第三个超参数。超参数的取值范围可通过初

步的数值测试确定，基于此，将最大隐含层数量

设为 4，其余超参数取值如表 5所示。

利用网格搜索获得 DNN的超参数配置，如

图 6所示。输入特征为设备结构参数以及冲击

载荷，输出特征为设备元件安装板处的谱速度、

谱加速度以及谱位移。该模型对冲击响应的谱

加速度、谱速度以及谱位移的预测结果如图 7~
图 9所示。
  

输入数据

结构参数及冲击载荷

FC(1024), ReLU

FC(1024), ReLU

FC(512), ReLU

LOSS RMSE

Dropout(0.10)

输出特征: 谱加速度A2

FC(1024), ReLU

FC(512), ReLU

FC(128), ReLU

LOSS RMSE

Dropout(0.05)

输出特征: 谱速度V2

FC(512), ReLU

FC(480), ReLU

FC(288), ReLU

LOSS RMSE

Dropout(0.10)

输出特征: 谱位移D2
 

图 6  DNN超参数设置

Fig.6  Settings of DNN hyperparameter
 

测试集评估结果表明，本研究构建的预测模型对三个目标输出特征（谱加速度、谱速度及谱位移）

均展现出优异的泛化性能。从统计学指标来看，模型的决定系数（R2）在三个输出维度上均超过 0.9，表
明该模型能够有效解析输入特征与目标变量之间的非线性映射关系，成功捕获数据集中 90% 以上的变

异信息。此外，模型在谱加速度预测任务中实现平均绝对误差（MAE）为 0.14，而在谱速度与谱位移预

测中MAE进一步降低至 0.1以下，显示出对复杂动力学响应较高的预报精度。

此外，图 10中所示的训练过程动态曲线进一步揭示了模型的收敛特征。通过观察训练集与验证

集的损失函数收敛趋势可以发现，二者在迭代过程中呈现高度同步的单调递减特性，且未出现显著发散

 

表 5  超参数类型及选择范围

Tab.5  Hyperparameter  types  and  their  selection
ranges

 

超参数类型 超参数范围

隐藏层数量 1, 2, 3, 4
隐藏层节点数 16, 32, 64,…, 1024
Dropout Rate 0.0, 0.05, 0.1, 0.15
损失函数 RMSE, MAE

 

谱加速度A2 R2: 0.93, RMSE: 29.77, MAE: 0.14, MAPE: 13.61%

实际值
预测值

600

500

400

300

200

100

0

谱
加

速
度

/g

0 25 50 75 100 125 150 175 200
样本索引

 

图 7  谱加速度训练结果

Fig.7  Training results of spectral acceleration

 

谱速度V2 R2: 0.98, RMSE: 0.47, MAE: 0.07, MAPE: 7.23%
16 实际值

预测值14
12
10
8
6
4
2
0

谱
速

度
/(m

·s
−1

)

0 25 50 75 100 125 150 175 200
样本索引

 

图 8  谱速度训练结果

Fig.8  Training results of spectral velocity
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现象。这一现象表明模型架构设计合理，其参数容量与数据复杂度相匹配，避免了因模型复杂度过高导

致的过拟合风险；同时，正则化策略有效抑制了训练过程中对噪声特征的过度记忆，损失函数具有较好

的平滑性，Adam参数优化算法能够稳定收敛至全局最优或次优解区域。 

3  重要性分析

x

f ∅i (x) xi

SHAP是一种机器学习模型解释方法，它基于博弈论中的 Shapley值概念。SHAP可以解释任何机

器学习模型的输出，它通过计算每个特征的 SHAP值来衡量每个特征对输出的影响[15]。其核心思想是

将每个特征视为一个“贡献者”，确定每个特征对模型输出的边际贡献。SHAP值越大，表明该特征对模

型输出特征具有更为显著的影响。通过计算某个特征加入模型时的边际贡献，并考虑该特征在所有特

征序列中的边际贡献不同，从全局和局部两个层面对模型进行解释。对于一个给定的数据实例 和一

个回归预测模型 , SHAP值 对于特征 的计算方法如下

ϕi (x) =
∑

S⊆M\{i}

|S |! · (|M| − |S | −1)!
|M|! · ( f (xS ∪{xi})− f (xS )) (15)

M xi S M |S | S |M|
M f (xS ) S f (xS ∪{xi}) S xi

式中： 是特征不包含 的特征集合； 是 的所有可能子集； 是子集 中特征的数量； 是特征集合

中特征的总数； 是模型在特征子集 上的预测值； 是模型在特征子集 加上特征 后

的预测值。

以设备谱加速度 A2预测模型为例，图 11揭示了设备冲击响应预测模型的各个参数的特征重要

v0

性。其中设备安装频率（fre）的平均 SHAP值为

0.45，之后依次为设备基础冲击环境的谱速度

、板厚 T，三者对设备内部冲击环境的加速度

谱值起主导作用；而钢丝绳减震器的阻尼比 ζ以
及设备的高度 H对模型预测结果的影响较小。

此外，显示了测试集中每个特征的 SHAP
值分布以及相应的影响趋势；图中横坐标为各输

入特征下每一数据点的 SHAP值；左侧纵坐标为

各输入特征下所有数据点 SHAP值绝对值的均

值，即

YF =

n∑
i=1

SHAPi

n
(16)

此外，各数据点颜色代表该数据点本身的数值大小，颜色越红，特征本身的数值越大；颜色越蓝，特

 

谱位移D2 R2: 0.99, RMSE: 5.53, MAE: 0.04, MAPE: 3.98%

实际值
预测值200
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谱
位

移
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0 25 50 75 100 125 150 175 200
样本索引

 

图 9  谱位移训练结果

Fig.9  Training results of spectral displacement

 

训练损失曲线
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0.34
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损
失
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Epoch

 

图 10  模型训练损失曲线

Fig.10  Training loss curve of the model

 

fre
v0

T
W
L
m
ζ

H

0 0.1 0.2 0.3 0.4
Mean (|SHAP value|) (average impact on model output magnitude)

 

图 11  谱加速度预测模型全局特征重要性

Fig.11  Importance of global  features of spectral  acceleration
prediction models

1328 船舶力学 第 30 卷第 8 期



征本身的值越小[16]。数据点密度反映 SHAP影响的稳定性（集中在 0则影响小，集中一侧则方向统一，

分散则依赖交互项）。结合颜色看，红蓝分离密

集为正相关，混杂则为非线性。稀疏区样本少，

模型推断风险高。以图 12为例，由左侧纵坐标

排序可知，设备安装频率对其谱加速度预测模型

结果影响最为显著，且安装频率越高（数据点颜

色越红），SHAP值越大，即说明安装频率与设备

响应的谱加速度呈现正相关。当安装频率逐步

趋近结构固有频率时，激励频率与固有频率比值

随之增加，致使系统进入共振敏感区域。根据单

自由度振动系统理论，在此临界区间内，结构动

态响应放大效应显著增强，加速度传递函数呈现

峰值特性，从而引发加速度谱值的增长，该机理与冲击载荷作用下结构振动能量传递规律具有理论一

致性。

v0

v0

基于 SHAP方法的全局特征贡献度分析（图 13）表明，设备元件安装板处谱速度响应与谱加速度模

型具有一致的参数敏感性规律。量化分析结果显示：安装频率的 SHAP均值超过 0.5，基础冲击环境谱

速度 的 SHAP均值达 0.4以上，二者相较谱加速度预测模型有所提升；而其余输入参数的贡献度均值

均呈现显著性衰减。该数据分布特征验证了设备安装频率与基础激励谱速度 对电柜内部冲击环境谱

速度响应的主导作用，其贡献强度较其他参数更具优势。

v0

最后，给出设备元件安装板处谱位移 D2预报模型的 SHAP摘要图（见图 14）。设备元件安装板处

谱位移 D2的响应特性呈现显著的非均匀敏感性分布。数据显示，基础冲击环境谱速度 为位移响应

的主导性控制因子，其贡献度显著高于其他参数。安装频率参数对位移响应的影响次之，但其贡献度较

谱速度模型大幅降低。

各结构参数的贡献度均值均低于 0.2。该分布规律表明，在相同冲击环境及安装边界条件下，设备

元件安装板处的谱位移响应主要受基础激励谱速度的惯性效应主导，而结构参数对其影响未呈现显著

性关联，符合机械系统低频冲击响应中刚体运动假设占优的动力学理论。

v0

v0

v0

此外，在 SHAP摘要图的可解释性分析中，参数 的特征贡献度分布展现出典型的离散化特征，表

现为数值分布的稀疏性和区间不连续性。该现象与参数 在训练数据集中的限定性取值特性直接相

关：根据模型输入定义， 仅包含七个离散化数值。这种有限取值策略导致 SHAP值在特征空间内呈现

聚类分布模式，符合基于统计理论的特征敏感性量化分析中数据完备性约束对解释性结果的影响规律。 
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图 12  谱加速度预测模型 SHAP摘要图

Fig.12  SHAP summary graph of spectral acceleration
prediction model
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图 13  谱速度预测模型 SHAP摘要图

Fig.13  SHAP summary graph of spectral velocity
prediction model
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图 14  谱位移预测模型 SHAP摘要图

Fig.14  SHAP summary graph of spectral displacement
prediction model
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4  结　语

本文通过构建深度神经网络模型实现了舰载柜型设备内部冲击环境的精准预测，并揭示了关键参

数对冲击响应的作用机制。

基于参数化有限元模型生成的 1000组结构响应数据，采用网格搜索算法优化后的 DNN模型在谱

加速度、谱速度及谱位移预测任务中均表现出卓越性能，测试集决定系数 R2 超过 0.95，谱加速度预测

归一化平均绝对误差为 0.14，谱速度与谱位移预测误差低于 0.1，显著优于传统回归模型。

v0

SHAP特征重要性分析表明：安装频率、基础冲击环境谱速度及结构板厚是冲击响应的主导因素，

其中安装频率对谱加速度的贡献度最高（SHAP均值 0.45），而基础冲击环境谱速度（ ）对谱位移响应

具有决定性影响。研究同时发现，阻尼比（ξ）与设备高度（H）对冲击环境的影响较弱（SHAP均值<0.15），
揭示了结构动态响应中惯性效应与共振机制的耦合作用规律。

本研究建立的预测模型为舰载设备抗冲击设计提供了高效分析工具，其揭示的参数敏感性规律可

为设备优化布局和隔振系统设计提供理论依据。
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