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多模态生理信号驾驶舒适性机器学习

模型构建与比较
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摘　　　要：为实现驾驶舒适性的客观评估，基于多模态生理信号构建并系统比较了多种机器

学习模型。采集 64 名受试者在模拟驾驶中的心电 (ECG)、表面肌电 (SEMG)、肌肉氧含量

(SmO2) 及下肢动脉血流信号，以舒适性评分为标签，建立支持向量机 (SVM)、随机森林 (RF)、自

适应提升 (AdaBoost) 等 6 类模型，采用主成分分析、合成少数类过采样技术 (SMOTE) 及网格搜索

进行优化。结果表明：多信号融合能够显著提升分类性能；支持向量机在包含动脉血流参数的特征

组合中表现最优，平均曲线下面积 (AUC) 达 0.97，准确率为 0.90；随机森林在多信号融合中平均

AUC 超过 0.95。研究明确了面向便携监测的有效信号组合：“表面肌电+心电”双信号组合 (平均

AUC 为 0.90) 及“肌肉氧含量+心电+表面肌电”三信号组合 (平均 AUC 为 0.92)。研究成果可为驾驶

舒适性的客观评估提供模型优选与信号组合的实证依据，也可为车载健康监测系统开发提供参考。
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随着出租车、长途客货运、工程车辆等长时间

或长距离驾驶场景日益普遍，驾乘人员持续暴露于

车辆振动与固定坐姿构成的复合负荷环境中[1]。这

种“振动-静态负荷-时间”的多因素耦合作用，不仅

易引发驾驶员肌肉疲劳、血液循环受阻及注意力下

降，也会直接影响乘客的舒适体验与身心健康，已

成为关乎驾乘安全、职业健康与出行品质的突出人

因工程问题[2]。汽车座椅作为连接人体与车辆的关

键界面，其动态特性与人机工学设计直接影响振动

传递与体压分布，是改善驾乘体验的核心部件 [3]。

然而，当前座椅舒适性评价高度依赖主观问卷，存

在反馈滞后、个体差异大、难以量化内在生理机制

等局限，制约了座椅设计的精准优化与个性化适配。

为弥补主观评价的不足，基于客观信号的驾驶

状态监测与舒适性评估研究日益受到关注。主要

技术路径包括基于视觉的行为分析、基于车辆动态

的间接推断及基于生理信号的直接监测 [4]。基于

视觉的行为分析方法易于实施，但受环境条件干扰

和驾驶行为的影响。基于心电（electrocardiogram，

ECG）、肌电、脑电等生理信号的直接监测方法，因

其能直接反映自主神经与肌肉骨骼系统的状态变

化，被认为在客观性和前瞻性上更具潜力 [5]。在利

用客观信号构建舒适性预测模型方面，机器学习技

术已成为主流技术 [6]。已有研究成功应用线性回

归、支持向量机（support vector machine，SVM）、神

经网络等模型，建立了座椅物理参数（如压力分布、

振动加速度）与主观舒适度评分之间的非线性映射

关系[7]。支持向量机与神经网络模型在相关预测任
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务中均展现出优于传统线性模型的性能，证实了数

据驱动方法在此领域具有适用性[8]。

尽管现有研究已取得显著进展，但面向实际驾

驶场景的舒适性客观评估仍面临挑战。一方面，多

数研究侧重于单一类型信号或少数物理参数，未能

充分利用多模态生理信号所蕴含的互补信息，以全

面捕捉复杂驾驶负荷下人体多系统的协同响应 [9]；

另一方面，在模型构建中，缺乏针对多模态生理特

征的系统性筛选与不同机器学习算法的比较研究，

对于何种特征组合与何种分类模型在驾驶舒适性

判别任务中具有最优性能，尚缺乏明确的实证结论。

为此，本文聚焦于普通车辆驾驶场景，旨在系

统构建并比较基于多模态生理信号的驾驶舒适性

机器学习模型。核心研究内容为：①探究多模态生

理信号特征融合对提升驾驶舒适性状态分类性能

的作用；②系统比较不同机器学习算法在该任务中

的性能，确定最优模型；③评估在面向便携应用的

精简信号组合下，模型的性能表现，以寻求精度与

实用性的平衡。本文期望为建立一套客观、精准且

易于部署的驾驶舒适性评估方法提供实证依据与

算法基础，并为未来智能座舱的实时健康监测系统

集成提供技术参考。

 1　实验设计与数据采集

 1.1　受试者与实验平台

为实现对长时间驾驶负荷下人体生理响应的

系统性评估，并确保所采集数据的可靠性，本文在

受试者筛选、实验设计与平台搭建方面均严格遵循

科学规范。

 1.1.1　受试者与样本量

研究共招募 64名健康青年男性受试者，平均年

龄为（24.98±2.83）岁。所有受试者均持有 C1或 C2
类驾驶证，具备常规驾驶经验（平均（3.39±0.92）年），

且无心血管、肌肉骨骼及代谢性系统病史，以排

除潜在疾病对生理信号的干扰。实验前一周，受试

者被要求停用任何药物或补充剂，并在实验前 24 h
内避免摄入咖啡因、酒精及剧烈运动，以确保生理

状态稳定。本文实验方案已获得伦理委员会批准

（批准号：BM20240195），所有受试者在参加实验前

均已签署知情同意书。

样本量通过 G*Power  3.1软件 ，基于重复测

量方差分析 （repeated  measures  analysis  of  variance,
ANOVA）进行估算 [10]。以预实验数据为基础，设定

效应量 f = 0.25（中等效应），显著性水平 α = 0.05，统
计功效 1 – β = 0.8，并考虑了实验设计的组数与重

复测量次数。计算得出总样本量为 64人，可满足

统计推断的可靠性要求。

 1.1.2　实验平台与驾驶任务设计

实验在高保真动态模拟驾驶平台上进行，该平

台由六自由度 Stewart运动平台、实车驾驶操控模

块、视景仿真系统及中央控制系统构成[11]。该平台

依据 ISO 2631—1997等标准中定义的全身振动测

试方法进行标定与验证，其产生的振动频谱和加速

度幅值能够有效模拟真实车辆在典型路况下的动

态输入[12]。

平台能够依据预设的车辆动力学模型与路面

激励谱，精确复现车辆在不同路况（如平整铺装路

面与颠簸非铺装路面）及车速（低速（50±5） km/h与

高速（100±10 ）km/h）条件下产生的多轴向振动与姿

态变化，其输出的物理激励与相关国际标准中定义

的全身振动暴露条件具有高度一致性。

为系统探究驾驶环境因素的影响，实验采用道

路平顺性（高平顺性：城市道路或高速公路；低平顺

性：山区道路或坑洼土路）和车速（低速（50±5） km/h
与高速（100±10） km/h）的两因素两水平完全随机设

计。64名受试者被随机并均匀分配至 4个实验条

件组合（高平顺性 -高速、高平顺性 -低速、低平顺

性-高速、低平顺性-低速）。每位受试者需完成连

续 2 h的模拟驾驶任务。要求受试者在晴朗日间驾

驶自动挡的轻型越野车，将车速维持在规定范围

内，进行长时间巡航驾驶。实验在温湿度受控的实

验室环境中进行（温度（23±0.5） ℃；湿度（50±5）%），

以排除环境干扰。

 1.1.3　实验流程与数据采集

实验准备阶段，让受试者充分了解实验目的与

流程，知晓实验条件及量表填写方法，签署知情同意

书和数据协议。对受试者测量信号点位的皮肤进

行清理、标记，并粘贴传感器。实验开始后，受试者

首先在静息仰卧位下完成 5 min的基线生理数据采

集。随后，受试者进入模拟驾驶器并调整至最舒适

的驾驶坐姿。驾驶任务分为 2个 1 h阶段。在驾驶

前（0 min）、驾驶中（60 min）及驾驶结束后（120 min）
3个时间节点，受试者在静态坐姿下同步完成多通

道生理信号的采集与主观量表的填写。信号监测

过程中平台暂停运行，避免平台振动对信号产生干

扰，确保数据的准确性。实验在受试者完成驾驶任

务或在心理、生理上无法继续实验时结束。实验结

束后，保存实验数据、关闭实验设备并移除电极贴

和传感器等。

 1.2　多模态生理数据采集

为实现对长时间驾驶负荷下人体多系统生理

响应的综合量化评估，本文同步采集了多模态生
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理信号 ：心电、表面肌电 （surface  electromyogram，

sEMG）、 肌 肉 氧 含 量 （muscle  oxygen  saturation，
SmO2）、下肢动脉血流和浅层血流灌注参数。所有

信号均严格按照标准化流程采集，并通过软件时标

对齐方案保障多模态数据在时间轴上的一致性，为

后续融合分析奠定基础。

1） 心电信号：心电信号反映了心脏的电活动节

律，是评估自主神经系统功能状态的核心无创指

标。本文采用美国 BIOPAC MP150多通道生理记

录系统及其 ECG100C放大器模块进行采集，采样

频率设置为 1 000 Hz。电极粘贴严格遵循标准肢体

三导联位置 [13]。基于连续心搏间期序列，可进一步

计算心率变异性（heart rate variability, HRV）的各类

时域、频域特征，用以分析驾驶任务中心血管系统

的调节与适应机制。

2） 表面肌电信号：表面肌电信号直接表征了骨

骼肌的神经肌肉活动，是量化肌肉激活强度、时序

模式及疲劳状态的重要工具 [14]。研究采用 Delsys
Trigno无线表面肌电系统，以 2 148 Hz的采样频率

同步采集受试者双侧下肢主要肌群（包括右侧股直

肌、胫骨前肌、腓肠肌、比目鱼肌和双侧的股外侧

肌、股内侧肌）的电信号。电极放置位置均依据相

关肌群的解剖学定位及国际表面肌电学会的推荐

标准确定[15]。

3） 肌肉氧含量参数：局部肌肉组织的氧含量水

平是评估其代谢状态与能量供需平衡的关键。本

文使用中科搏锐 WORTH型无线近红外光谱仪，以

33 Hz的采样频率连续监测双侧腓肠肌肌腹处的氧

合血红蛋白、脱氧血红蛋白及总血红蛋白浓度的相

对变化，进而衍生出组织氧饱和度等关键参数，用

于表征肌肉的氧代谢动力学[16]。

4） 下肢动脉血流参数：采用深圳华声Clover系列

便携式彩色多普勒超声诊断仪进行测量，配备成人

腹部探头 C5-1（B）与下肢动脉专用探头 L15-4（A）。

在实验设定的静息与驾驶后间歇期，对受试者左侧

髂外动脉及腘动脉进行测量，获取收缩期峰值流

速、舒张末期流速、血管内径等关键参数，并计算

阻力指数，用以量化下肢动脉的血流力学状态。

5） 浅层血流灌注参数：采用 PeriFlux 6000激光

多普勒血流仪，以 100 Hz的采样频率连续监测左脚

背体表区域微血管的浅层血流灌注，其读数以灌注

单位表示。该参数可灵敏反映皮肤及皮下组织的

微循环灌注变化[17]。

为确保所有采集自不同设备的生理信号在时

间上的同步性，本文对于所有可连续记录并具备软

件标记功能的设备，在每一个实验阶段（如静息开

始、驾驶开始、驾驶结束）开始时，操作员均在对应

的设备控制软件中手动插入精确的时间标记。对

于需要在特定时刻进行测量的非连续采集设备（如

超声多普勒），精确记录其测量操作的开始与结束

时刻。在后续数据处理阶段，所有原始数据均以时

间标记为基础，将各信号统一对齐至同一绝对时间

轴，从而实现多模态数据在时间维度上的精确同步。

 1.3　主观舒适性评价标签获取

为构建数据驱动的驾驶舒适性分类模型，需要

获取可靠的主观状态标签作为监督学习的真值。

本文采用主观评价量表对驾驶过程中的整体舒适

性感受进行量化，并以此为基础生成二分类标签。

舒适性评价采用 10分制舒适度评分量表，评

分范围从 1分（极不舒适）到 10分（极其舒适）[18]。

在每次生理信号采集的同步时间点（即驾驶前、驾

驶中（60 min）、驾驶结束后（120 min）），受试者在静

态坐姿下，依据自身即刻的整体感受，独立完成一

次评分。所有受试者在实验开始前均接受了统一

的量表使用指导，以确保其对评分标准理解一致。

为将连续的舒适度评分转化为适用于二分类

模型的离散标签，参照美国机动车工程师协会相关

研究中使用 10分制量表对可接受舒适性界限为

6分的定义，本文设定明确的阈值，对舒适性状态

进行明确划分。将评分大于 6分的主观感受定义

为“舒适”状态，并赋以标签“1”；将评分小于或等

于 6分的感受定义为“不舒适”状态，并赋以标签

“0”[19]。该阈值划分能够区分积极与消极的舒适性

体验，从而为后续机器学习模型提供清晰的分类目

标。最终，每位受试者在 3个时间点获得的评分均

被转换为对应的二分类标签，与同期采集的多模态

生理信号数据严格对应，构成模型训练与验证的数

据样本。

 2　机器学习模型构建

 2.1　信号预处理与特征提取

为确保从多模态生理信号中提取有效、可比的

特征，所有原始信号均需经过系统预处理，以消除

噪声、统一尺度。首先进行时间对齐：对连续信号

（心电、表面肌电、肌肉氧含量及浅层血流灌注），

依据设备软件的时间标记进行截取；对离散的下肢

动脉血流信号，则根据手动时间标记进行获取。该

策略实现了秒级时间窗内的数据同步，能够满足评

估持续性舒适状态的分析需求。数据处理均在

MATLAB R2021b平台上完成，具体流程如下：

1） 心电信号：对心电信号进行预处理，获取高

保真的 R波位置，以进行精确的心率变异性分析[20]。
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首先，采用 0.5 ～40 Hz的带通滤波器，有效抑制基

线漂移和高频肌电噪声，并保留 P波、QRS波群与

T波等关键成分；同时，应用 50 Hz陷波滤波器消除

工频干扰。然后，将所有心电信号统一截取为 300 s
（5 min）的标准时长，以保证时间维度的一致性。最

后，对信号幅度进行 Z-score标准化，消除个体间的

固有幅值差异。基于预处理后的信号，提取时域特

征（如 RR间期标准差、相邻 RR间期差值的均方

根）和频域特征（如低频功率、高频功率及其比值）。

2） 表面肌电信号：对表面肌电信号进行处理，以

识别肌肉活动成分与各种噪声[21]。采用 20 ～500 Hz
的四阶巴特沃斯带通滤波器，在保留表面肌电信号

主频成分的同时抑制低频运动伪迹和高频噪声，并

辅以 50 Hz陷波滤波器。处理后的信号同样被统一

为 300 s时长并进行 Z-score标准化。从标准化信

号中提取如下特征：①时域特征：计算积分肌电值

（反映肌肉激活总量）和均方根值（反映平均收缩强

度）；②频域特征：通过快速傅里叶变换计算功率

谱，提取平均功率频率，其下降趋势是肌肉疲劳的

典型频域表征。

3） 肌肉氧含量信号：肌肉氧含量数据来源于近

红外光谱设备直接输出的浓度时间序列。处理流

程包括：依据实验时间标记进行数据分段；采用线

性插值法填补可能的信号缺失；使用滑动平均滤波

器平滑数据以降低随机波动。特征提取主要计算

各关键生理参数在对应时间窗内的统计特征，包括

氧饱和度、脱氧血红蛋白浓度、氧合血红蛋白浓

度、总血红蛋白浓度及组织血红蛋白指数的均值与

标准差。这些指标综合反映了局部肌肉的氧含量

水平、代谢状态及血流容积变化[22]。

4） 下肢血流参数和动脉血流参数：下肢血流参

数包括来自超声多普勒的动脉循环系统指标和来

自激光多普勒的微循环指标 [23]。动脉血流参数由

超声多普勒设备在特定时刻（静息期、驾驶间歇）测

得，包括收缩期峰值流速、舒张末期流速、平均流

速、血管直径及计算所得的阻力指数等。这些参数

作为瞬时测量值直接用作特征，不进行额外的连续

滤波处理。

5） 浅层血流灌注参数：数据由设备直接输出

为 CSV格式，其中，已包含均值、标准差等基本统

计量。处理时，将所有受试者的数据统一进行格式

标准化与字段对齐处理。

由于从上述多源异构信号中提取的特征具有

不同的量纲和数值范围（如时间、频率、浓度、流

速、无量纲比值等），在输入机器学习模型前，对所

有特征进行 Z-score标准化处理。此步骤将每个特

征转换为均值为 0、标准差为 1的分布。标准化处

理至关重要，其消除了特征尺度差异对模型（特别

是支持向量机、线性回归等基于距离或梯度优化的

模型）训练的负面影响，确保所有特征在模型学习

过程中具有可比的贡献度，从而提升模型的收敛速

度、稳定性和最终分类性能。

最终，每位受试者在每个实验阶段（驾驶前、

中、后）的所有生理信号，经过上述流程，生成一个

统一的高维特征向量。该特征向量与对应时刻的

主观舒适性二分类标签（舒适性为 1/不舒适性为 0）
相关联，共同构成用于机器学习模型训练与验证的

完备数据集。

 2.2　特征优选与降维

在完成多模态生理信号的特征提取后，所获得

的高维特征集内可能存在信息冗余与多重共线性

问题。为提升后续机器学习模型的训练效率、稳定

性与泛化能力，并增强特征集的判别力，本文采用

了两阶段的特征优化策略：首先，针对信号内部进

行特征筛选；随后，应用主成分分析对全局特征进

行降维。

 2.2.1　表面肌电信号内部特征优选

对表面肌电信号提取的积分肌电值、均方根值

和平均功率频率 3个特征进行相关性分析表明，均

方根值与另外 2个特征之间均具有高度相关性（相

关系数均大于 0.85），表明三者所承载的肌电活动

信息存在显著重叠。在统计建模中，高度相关的特

征会引入多重共线性，可能导致模型参数估计不稳

定、方差增大及可解释性下降。为在保留核心信息

的同时避免冗余，本文选择均方根值作为表面肌电

信号的核心表征指标。其优势在于：计算过程包含

平方、均值与开方运算，能有效平滑信号随机波动，

抗噪性强；在物理意义上表征信号的有效振幅，能

更直接地反映肌肉收缩的能量输出水平，且具有良

好的时变响应特性，适用于动态功能评估[24]。

 2.2.2　基于主成分分析的特征降维

本文从 5种信号中提取了 37个特征。鉴于样

本量相对有限，为应对高维特征可能引发的过拟合

风险并消除多重共线性，采用主成分分析进行降

维。具体步骤包括：对所有特征进行 Z-score标准

化，随后计算标准化数据的协方差矩阵并进行特征

分解，依据特征值贡献率选取主成分，最终，保留累

计方差贡献率达 85% 的前 15个主成分作为模型输

入。此处理在有效保留原始信息的同时，显著降低

了特征维度与模型复杂度，旨在从源头缓解小样本

下的过拟合风险，从而提升模型训练的稳定性与泛

化能力[25]。
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 2.3　机器学习模型

为系统比较不同算法范式在多模态生理信号

分类任务中的性能，本文选取了 6种具有代表性的

机器学习模型 [26]。这些模型涵盖了从线性基准

到复杂非线性集成的不同思想，旨在全面评估其对

高维、非线性生理数据的适应能力。所选模型包

括：线性回归、支持向量机、决策树、随机森林

（ramdom  forest， RF）、自适应提升 （adaptive  Boos-
ting，AdaBoost）和梯度提升。

线性回归作为一种广义线性模型，被选作性能

比较的基线，其模型简单、计算高效，且系数具有良

好可解释性 [27]。然而，其核心的线性假设可能难

以描述舒适性感知与复杂生理信号之间的非线性

关系。

支持向量机通过核函数将数据映射到高维空

间以寻找最优分类超平面，擅长处理非线性问题且

泛化能力较强 [28]，但其性能对特征质量、核函数及

惩罚参数的选择极为敏感，这使其成为检验不同特

征组合判别力的理想模型。

决策树模型结构直观，无需复杂数据预处理这

一步骤，但单棵决策树容易过拟合，泛化能力弱，常

作为集成学习中弱学习器的基础[29]。

随机森林是一种基于 Bagging的集成算法，通

过构建大量决策树来汇总其结果，其引入的双重

随机性能有效降低方差，提升模型的稳定性和抗过

拟合能力，适合处理可能存在噪声和相关性的高维

特征[30]。

自适应提升是一种基于 Boosting的序列集成

算法，其核心机制是迭代调整样本权重，使后续的

弱学习器更关注先前被误分类的样本。凭借这一

特性，其特别适用于描述复杂的分类边界，在数据

类别不平衡时也具有潜在优势[31]。

梯度提升是另一种 Boosting算法，其以迭代方

式拟合当前模型的残差（负梯度），依托加法模型实

现模型的不断优化。该算法具有较高的预测精度，

但对参数设置和过拟合控制要求也较高。

综上，本节构建的 6种模型在假设、复杂度与

稳健性上形成梯度对比。通过系统比较其性能，旨

在为驾驶舒适性分类这一具体任务提供模型选型

的实证依据，并深入揭示不同算法在处理此类生物

医学信号时的内在特性与局限。

 2.4　模型训练与优化策略

为确保模型训练的稳健性与评估的可靠性，本

文在训练流程中系统集成了 3项关键策略。

1） 采用基于受试者的十折交叉验证。将全部

64名受试者随机分为 10折，在每一轮迭代中，使用

其中 9折的全部时间点数据进行训练，剩余 1折受

试者的全部数据进行测试。此过程重复 10次，确

保每位受试者仅被测试一次。该策略能够严格保

证在受试者层面，训练集与测试集之间完全独立，

从而实现对模型泛化能力的稳健估计[32]。

2） 为缓解数据中存在的类别不平衡（舒适与不

舒适之比为 2.69∶1），在每一折交叉验证的训练集

内部应用合成少数类过采样技术（synthetic minority
oversampling technique，SMOTE）。该技术可在特征

空间内对少数类样本进行插值合成新样本，以平衡

类别分布，从而提升模型对少数类（不舒适状态）的

识别能力，避免模型因数据分布偏斜而产生分类偏

差，从而提升模型在不舒适状态识别上的灵敏度[33]。

3） 为充分挖掘各模型的潜力并规避过拟合或

欠拟合风险，本文采用网格搜索法进行超参数优

化。针对每个模型设定关键超参数的搜索空间，通

过遍历网格内所有参数组合并在验证集上评估性

能，最终选取最优参数配置用于测试。具体包括支

持向量机的正则化参数 C（0.1～100）与径向基核系

数 γ（0.1～10）、随机森林的决策树数量（100～300）
与最大深度（10～100）、自适应提升的弱学习器数

量（100～300）与学习率（0.1～0.3）等。通过系统性

的遍历，能够找到在给定搜索范围内性能最佳的超

参数，从而充分挖掘每个模型的潜力。

 2.5　性能评估指标

本文利用分类问题常用的混淆矩阵对不同机

器学习模型在驾驶舒适性分类任务上的性能进行

全面、客观的评估和比较，包含对模型整体判别能

力、对特定类别的识别能力以及在不同决策阈值下

稳健性的多角度度量[34]。

本文采用的评估指标有准确率、精确度、召回

率、F1 分数和曲线下面积（area unden curve，AVC）。
通过综合分析以上指标，可从模型的整体正确率、

对“不舒适”状态判别的精准性、全面性以及模型

的综合判别力等多个维度，对 6种机器学习分类器

的性能进行系统、深入的评估与比较，从而为模型

优选提供坚实的数据支持。

 3　结果与分析

本文系统评估了 6种机器学习模型在 5种不同

生理信号组合场景下的性能。通过统计学方法对

模型精度及信号贡献度进行了量化分析，主要结果

如下。

 3.1　机器学习模型整体性能对比

基于融合全部生理信号构建的 6种机器学习模

型，其综合性能评估结果如图 1所示。整体分析表
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明，在处理此类高维、非线性的多模态生理数据分

类任务时，集成学习方法展现出显著且稳定的优势。

具体而言，自适应提升算法在绝大多数评价指

标 上 取 得 了 最 优 或 接 近 最 优 的 表 现 ， 其 平 均

AUC值达到 0.97，平均准确率与平均 F1 分数均为

0.90。该算法的优异性能主要归功于其自适应权重

调整机制，能有效应对类别不平衡，并精细捕捉复

杂的非线性映射关系。随机森林同样表现卓越，其

平均 AUC值为 0.96，平均特异性达 0.89，在所有模

型中最高，表明其在判断“舒适”状态时误报率低、

可靠性强。支持向量机取得了具有竞争力的结果

（平均 AUC值为 0.96），其平均灵敏度高达 0.91，在
所有模型中较优，意味着其在识别“不舒适”状态

时漏报率低，适用于安全预警场景。

相比之下 ，线性回归模型呈现出高灵敏度

（0.95）但低特异性（0.64）的明显类别判别偏差，揭

示了其线性假设难以有效解决此类复杂非线性生

理关联的根本局限。决策树作为单一模型表现最

不理想（平均 AUC值为 0.82），直观暴露了其易过

拟合、泛化能力弱的缺点。梯度提升算法在实验参

数设置下的表现相对较弱（平均 AUC值为 0.85）。
为评估不同模型间性能差异的统计显著性，对

十折交叉验证得到的平均 AUC值进行了 Friedman
检验。结果如图 2所示，不同模型的平均 AUC值

存在显著差异（χ2(5) = 32.45, P < 0.001）。为进一步

明确具体差异，采用 Bonferroni校正的 Wilcoxon符

号秩检验进行两两比较 （校正后显著性水平 α =
0.003 3）。在全部 15对比较中，有 5对模型之间的

差异达到了统计学显著水平（P < 0.003 3），具体包

括：自适应提升与决策树、自适应提升与梯度提

升、决策树与随机森林、决策树与支持向量机及梯

度提升与随机森林。性能同属最优梯队模型（如自

适应提升、随机森林与支持向量机）之间的两两比

较 P 值均大于校正后 α 水平，表明其之间的性能差

异在统计上不显著。这一结果量化证实了集成学

习模型（自适应提升、随机森林）及支持向量机的性

能显著优于决策树等单一弱学习器，在达到高性能

水平后，不同集成策略或算法之间可能不存在统计

学上的本质性能差异。

综上，从实际车辆人因工程系统应用的角度，

可根据不同需求进行模型选型：自适应提升适用于

追求高精度、稳定综合评估的场景；随机森林更适

用于对“舒适”状态判别的特异性（即降低误报警）

有更高要求的场景；而支持向量机则更适合部署于

以“不舒适”状态早期、灵敏检测为核心目标的安

全预警模块中。统计检验表明，这 3类模型构成了

本次任务中高性能且彼此等效的优选集合。

 3.2　生理信号的判别效能分析

为深入探究不同生理系统对驾驶舒适性状态

的独立表征能力，评估各生理信号作为单一信息来

源的判别潜力，本文系统分析了 5种单一生理信号

在多种机器学习模型上的分类性能，结果如图 3所

示。分析表明，不同生理信号所蕴含的舒适性判别

信息存在显著差异，且同一信号在不同算法模型上

的性能表现也各具特点，这为理解舒适性的多生理

维度基础及后续的特征筛选提供了重要依据。

在 5种信号中，下肢动脉血流信号展现出最强

的独立判别能力，其最优模型（随机森林）的平均

AUC达到 0.93，平均准确率与平均 F1 分数分别为

0.83和 0.84，综合性能显著领先。这从数据层面直

接印证了下肢血流动力学状态是评估长时间坐姿

负荷下舒适性的一个核心生理维度。该信号在支

持向量机模型上的平均特异性与平均精确度均达

1.00，但平均灵敏度相对较低（0.61），表明其判别策

略极为保守；而自适应提升算法则取得了更高的平

均灵敏度（0.89），在识别不舒适状态上更为积极。

这种差异体现了不同算法对同一生理特征的模式

提取各有侧重。

表面肌电信号的独立判别效能次之，其最优模

型（支持向量机）的平均 AUC为 0.89，平均精确度
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图 1    全部生理信号机器学习模型评价指标热图

Fig. 1    Heatmap of evaluation metrics for all physiological signal

machine learning models
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图 2    全部生理信号机器学习模型平均 AUC值箱线图

Fig. 2    Box plot of average AUC values for all physiological

signal machine learning models
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为 0.82。该信号主要反映骨骼肌的神经肌肉活动

与疲劳状态。自适应提升算法在该信号上获得了

最高的平均灵敏度（0.81），再次显示了其在捕捉正

类样本上的优势。肌肉氧含量信号的判别力处于

中等水平（支持向量机的平均 AUC为 0.85最优），

随机森林与自适应提升性能接近，表明该信号所反

映的局部肌肉氧代谢与微循环信息对舒适性有一

定贡献，但作为单一信息来源强度有限。

心电信号（随机森林的平均 AUC为 0.79最优）

的独立判别能力相对较弱，可能是因为心电所表征

的全身性自主神经调节是一个更为宏观、系统的指

标，其对座椅界面局部负荷的特异性响应可能不如

动脉血流等局部信号直接和敏感。

浅层血流灌注量信号的独立判别效能最弱，各

模型平均 AUC普遍偏低 （最优自适应提升仅为

0.62）。梯度提升模型虽获得了 0.71的平均灵敏

度，但平均特异性低至 0.35，已失去了判别意义。

这可能由于该信号表征的是皮肤及浅表组织的微

循环，其波动易受环境温度、局部压力点变化等多

种混杂因素影响，信噪比较低，导致其与整体舒适

性状态间的稳定关联较弱。

因此，从独立判别效能的视角进行评估，下肢

动脉血流信号是驾驶舒适性最敏感、最具鉴别力的

单一生理指标，表面肌电信号次之，二者构成了舒

适性客观评估的核心信息源。心电信号与肌肉氧

含量信号可作为有效的辅助信息来源，而浅层血流

灌注信号的独立应用价值有限。此结果量化了不

同生理系统对驾驶不舒适的贡献度差异，明确了特

征优选中的优先顺序。

 3.3　信号融合的增益效应与核心信号识别

为探究多模态生理信号融合对驾驶舒适性评

估的协同增强作用 ，并识别其中的关键判别特

征，本文系统比较了从双信号到五信号多种组合下

的模型性能演变，结果如表 1所示。分析表明，多

源信号融合能产生显著的性能增益，且下肢动脉血

流信号在各类组合中均被证实为不可或缺的核心

判别特征。

信号融合的增益轨迹清晰可见：相较于单信号

输入，双信号组合普遍带来性能的第一次跃升。其

中，“下肢动脉血流+肌肉氧含量”的组合表现突

出，随机森林模型在该组合上平均 AUC达 0.94，平
均准确率达 0.89，平均 F1 分数达 0.90，显示出 2类

信号在表征循环与代谢状态上的良好互补性。同

样，“下肢动脉血流+表面肌电”的组合在自适应提

升模型上也取得了平均 AUC为 0.94的优异表现，
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图 3    单一生理信号机器学习模型评价指标热图

Fig. 3    Heatmap of evaluation metrics for single physiological

signal machine learning models

 

表 1    多生理信号组合机器学习模型评价指标

Table 1    Evaluation metrics for multi-physiological signal combination machine learning models

信号组合 机器学习模型 平均AUC 平均F1分数 平均精确度 平均特异性 平均灵敏度 平均准确率

下肢动脉血流+肌肉氧含量 随机森林 0.94 0.90 0.88 0.87 0.91 0.89

下肢动脉血流+表面肌电 自适应提升 0.94 0.87 0.83 0.80 0.93 0.86

表面肌电+心电 随机森林 0.90 0.81 0.76 0.71 0.88 0.80

下肢动脉血流+肌肉氧含量+心电 随机森林 0.95 0.88 0.86 0.84 0.90 0.87

肌肉氧含量+心电+表面肌电 支持向量机 0.92 0.64 1.00 1.00 0.48 0.74

肌肉氧含量+心电+表面肌电 随机森林 0.92 0.81 0.80 0.78 0.83 0.80

下肢动脉血流+肌肉氧含量+心电+表面肌电 支持向量机 0.97 0.90 0.88 0.87 0.93 0.90

下肢动脉血流+肌肉氧含量+心电+表面肌电 随机森林 0.97 0.89 0.88 0.87 0.90 0.89

下肢动脉血流+肌肉氧含量+心电+表面肌电 自适应提升 0.96 0.89 0.85 0.84 0.94 0.89

第 10 期 姜维胜，等：多模态生理信号驾驶舒适性机器学习模型构建与比较 3653



印证了循环与肌骨系统负荷关联的有效性。当信

号融合增至三路时，模型性能得到进一步巩固和提

升。例如，“下肢动脉血流+肌肉氧含量+心电”的

三信号组合在随机森林模型上实现了平均 AUC为

0.95，较优的双信号组合又有提高，说明心电信号所

贡献的自主神经调节信息提供了额外的判别维度。

在“肌肉氧含量+心电+表面肌电”组合中，支

持向量机表现出平均 AUC (0.92)与平均灵敏度

(0.48)、平均准确率 (0.74) 的显著分离。高 AUC值

表明，该模型能将大多数“不舒适”样本的预测概

率排在“舒适”样本之前。但是，极低的灵敏度说

明，当应用固定阈值进行分类时，模型倾向于做出

保守预测，从而漏检。这可能是由于缺少动脉血流

这一强判别特征后，特征空间的分离度下降，支持

向量机为最大化间隔而找到了一个严重偏向某一

方的分类超平面。相比之下，随机森林在同一特征

组合上取得了更均衡的性能 (平均 AUC为 0.92，平
均 F1 分数为 0.81)，体现了集成方法在不均衡或重

叠特征空间中的稳健优势。此现象进一步说明，在

评估模型时需综合考量多项指标，单一的高 AUC
值并不等同于可直接应用的良好分类器。

最终，在四信号全融合状态下，模型性能达到

峰值。支持向量机在“下肢动脉血流+肌肉氧含

量+心电+表面肌电”组合上取得了本次研究的最优

性能，平均 AUC高达 0.97，平均准确率与平均 F1 分

数均为 0.90。随机森林与自适应提升在该组合下

同样表现卓越，平均 AUC分别达到 0.97和 0.96。
这标志着融合“循环-代谢-神经-肌骨”多系统信息

的完备特征集，能够最全面、最稳定地表述驾驶负

荷下的复杂生理状态。核心信号的不可替代性在

对比中得到反复验证。在所有高性能组合中，下肢

动脉血流信号均为共有元素。相反，未包含下肢动

脉血流的信号组合，其模型性能仅停留在中等水

平，提升有限。这从反面对比中确证了下肢动脉血

流动力学参数是驾驶舒适性判别体系中具有基石

性作用的特征。而浅层血流灌注量信号，尽管在融

合中能提供微弱的信息补充，但其单独或作为核心

的判别贡献始终有限。

 3.4　面向应用场景的方案选择

基于前述系统的性能评估与对比，本文可进一

步为不同工程应用场景提供明确、量化的模型与特

征优化配置建议。对于追求极限判别精度、主要用

于深入机理研究或作为标准验证的高精度实验室

评估场景，推荐采用包含核心判别信息的完备特征

集，即“下肢动脉血流+肌肉氧含量+心电+表面肌

电”四信号组合，并配合高性能分类算法。其中，支

持向量机能够利用该特征集达到最高的分类精度

（平均 AUC为 0.97）；若对模型的稳定性、抗过拟合

能力及特征重要性分析有额外需求，随机森林是表

现同样卓越（平均 AUC为 0.97）的理想备选。此方

案能实现对驾驶舒适性状态最为精细化、高可信度

的判别。

然而，考虑到在实际车辆环境中部署超声多普

勒等设备监测下肢动脉血流的操作复杂性、成本与

用户侵扰性，面向驾驶员实时健康管理或疲劳预警

的便携式可穿戴监测系统，需寻求在性能与实用性

之间取得平衡的精简方案。为此，本文验证了 2种

可行的技术路径：①双信号精简路径，即采用“表面

肌电+心电”这一兼具良好判别力与易测性的组合，

在随机森林模型上可保持平均 AUC为 0.90、平均

F1 分数为 0.81的可靠性能，且传感器易于集成到穿

戴设备中；②三信号优化路径，采用“肌肉氧含

量+心电+表面肌电”组合，该组合在支持向量机或

随机森林等模型上可实现平均 AUC为 0.92的性

能，同时能够避免复杂的血管参数测量。这 2种方

案为开发高集成度的实用化车载监测系统提供了

技术依据。

 4　讨　论

 4.1　多模态生理信号融合的机制阐释

本文证实，多模态生理信号融合是实现高精度

驾驶舒适性评估的有效途径。下肢动脉血流信号

被验证为核心判别特征，这一发现与生物力学和生

理学经典理论高度契合。早期研究已明确指出，长

时间坐姿会因血管的几何弯曲与受压，导致下肢动

脉血流动力学环境恶化，表现为壁面剪应力下降、

血流速度减缓，影响血管内皮功能，并易引发局部

不适乃至血管疾病风险升高[35-37]。本文证实了下肢

动脉血流信号具有最强的独立判别力，从而将主观

的“不舒适”与具体的生理指标建立关联，为循环

系统引起主观不适提供了实证。

同时，本文融合表面肌电、心电信号的做法，顺

应了舒适性评估从单一维度走向系统整合的思

路。早期的相关研究，如 Andersson等 [38] 关于坐姿

下腰部负荷与肌电活动的工作，以及 Lin等 [39] 对脑

电、心电与驾驶表现关系的研究，均已揭示单一生

理信号在表征特定负荷方面的价值与局限。De
Looze等 [40] 的综述指出，体压分布、肌电等多源信

号与主观感受间存在复杂关联，需综合考量。本文

在此基础上，通过系统性融合循环系统和肌骨系统

相关信号，构建了跨系统的生理响应模式。结果表

明，多模态融合策略能够捕捉单一信号无法揭示的
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协同与代偿机制，如“下肢动脉血流+表面肌电”组

合同时反映了循环障碍与肌肉的代偿性紧张，从而

实现了对驾驶舒适性状态更全面的表述。这验证

了集成多维度生理信息是深入理解并精准评估复

杂人-机-环境系统中人体状态变化的必然方向。

 4.2　模型性能差异的算法根源分析

不同模型的性能差异源于其算法原理。随机

森林通过构建大量差异化的决策树并集成其结果，

有效降低了方差，赋予了模型出色的稳定性和抗过

拟合能力，使其在多信号融合时表现稳健。支持向

量机则通过核函数将数据映射到高维空间寻找最

优分类面，当输入如下肢动脉血流等判别力强的特

征时，能实现极高的分类精度，这也导致其性能对

特征选择异常敏感。自适应提升通过聚焦于被前

序模型分错的样本，逐步提升整体性能，尤其擅长

处理复杂的决策边界。而线性回归的线性假设与

复杂生理现象间的非线性本质严重不符，导致其性

能受限。

 4.3　研究的技术贡献与工程启示

本文通过系统的实证分析，在驾驶舒适性客观

评估领域取得了以下 3方面启示：

1） 确立了下肢动脉血流信号的核心判别地位，

深化了生理机制认知。研究通过数据驱动对比证

实，下肢动脉血流动力学是表征驾驶舒适性最敏感

的单一生理指标。

2） 针对高精度评估与便携监测的不同需求，本

文提供了经过性能量化的具体方案，为工程开发中

的传感器配置与算法选型提供了清晰的决策依据。

3） 实证了线性模型的根本局限，强化了非线性

方法的必要性。 线性回归模型在本文复杂数据上

表现出的严重性能失衡，实证了驾驶舒适性与其生

理信号之间存在高度非线性的映射关系。在类似涉

及多系统耦合的生物医学信号分析中，应优先采用

非线性模型，以避免因方法选择不当导致结论失效。

本文在识别了核心生理特征的同时，得出了能

够落地的具体技术方案，为构建实用性的驾驶舒适

性智能监测系统奠定了基础。

 4.4　与现有研究的对比

本文构建的模型，特别是基于下肢动脉血流信

号与支持向量机或随机森林的组合，其性能指标

（如平均 AUC > 0.95，平均 F1 分数 > 0.85）超过了文

献中广泛报告的线性回归模型（R2 = 0.76）[6]；同时超

过了部分支持向量机模型（平均准确率约为 0.75）[41]；

与当前先进的神经网络模型（R2 = 0.92）达到了可比

水平[8]。本文主要创新在于通过模型和信号组合的

网格化比较，量化揭示了下肢动脉血流信号在驾驶

舒适性判别中的核心地位，明确了集成学习方法在

处理此类多模态生理数据上的稳定优势。同时，提

出了便携式信号组合方案，为研究成果向可穿戴设

备转化提供了关键的指导。

 4.5　局限性与未来工作

本文的局限性一方面是数据源于模拟驾驶环

境，另一方面是受试者均为健康青年男性。这虽然

有利于控制混杂因素，但其限制了结论的外部效度

与泛化能力。未来工作可围绕以下方向实施：开展

实车实验进行模型验证；纳入更多样化的受试者样

本，增加受试者数量，以降低模型的过拟合风险，建

立更具普适性和稳健的评估模型；通过更精细的舒

适性评分分段或采用回归模型来避免对单一阈值

的依赖；以及探索更精确的多源数据的时间窗对齐

（如硬件级同步）和更优的特征提取方法，尝试融合

更多维度的生理或行为信号，以构建更优的舒适性

状态识别算法；推动监测模型产品化，向智能座舱

健康监测系统迈进。

 5　结　论

本文通过构建与系统比较基于多模态生理信

号的机器学习模型，得出以下结论：

1） 模型优选方面：集成学习方法（随机森林、

自适应提升）在处理多模态生理信号时综合性能更

优、更稳定；支持向量机能达到最高分类精度，但对

特征输入敏感。

2） 信号贡献方面：下肢动脉血流信号是驾驶舒

适性判别的核心生理指标，其与表面肌电、心电信

号的融合能显著提升模型性能，印证了多系统生理

响应耦合机制。

3） 应用方案方面：研究验证了便携式精简信号

组合（如“表面肌电+心电+肌肉氧含量”）的可行

性，为开发兼顾精度与实用性的车载实时监测系统

提供了明确的特征选择与模型配置依据。

本文通过详实的实验数据与系统分析，为驾驶

舒适性的客观智能评估提供了从理论机制、算法选

型到工程化路径的完整方案支持。

参考文献（References）  

 Casey  G  J,  Miles-Johnson  T,  Stevens  G  J. Lack  of  consistency  in

truck driver  fatigue  management:  Australian  law  enforcement   of-

ficer’s  and  transport  regulation  agent’s  perceptions  of  enforce-

ment[J].  Transportation  Research  Part  F:  Traffic  Psychology  and

Behaviour, 2025, 112: 322-341.

[  1  ]

 Nader M. Experimental  investigations of  special  vehicles  vibration

with  regard  to  their  influence  on  human  organism[J].  Engineering

Transactions, 2000, 48(2): 119-134.

[  2  ]

第 10 期 姜维胜，等：多模态生理信号驾驶舒适性机器学习模型构建与比较 3655



 Voicu D,  Stoica  R M, Vilău R,  et  al. Frequency analysis  of  vibra-

tions  in  terms  of  human exposure  while  driving  military  armoured

personnel  carriers  and  logistic  transportation  vehicles[J].  Electron-

ics, 2023, 12(14): 3152.

[  3  ]

 Sikander  G,  Anwar  S.  Driver  fatigue  detection  systems:  a  review

[J]. IEEE Transactions on Intelligent Transportation Systems, 2019,

20(6): 2339-2352.

[  4  ]

 Sanjaya  K  H,  Lee  S,  Katsuura  T.  Review  on  the  application  of

physiological  and  biomechanical  measurement  methods  in  driving

fatigue detection[J]. Journal of Mechatronics, Electrical Power, and

Vehicular Technology, 2016, 7(1): 35-48.

[  5  ]

 Kolich  M,  Seal  N,  Taboun S. Automobile  seat  comfort  prediction:

statistical model vs. artificial neural network[J]. Applied Ergonom-

ics, 2004, 35(3): 275-284.

[  6  ]

 Huang S R, Zhang Z F, Xu Z M, et al. Modeling of human model

for static pressure distribution prediction[J]. International Journal of

Industrial Ergonomics, 2015, 50: 186-195.

[  7  ]

 孙守迁, 吴群, 吴剑锋, 等. 一种基于支持向量回归的驾驶座椅舒

适度评价方法[J]. 中国机械工程, 2008, 19(11): 1326-1330.

Sun S Q, Wu Q, Wu J F, et al. An evolution method of driving seat

comfort  based  on  support  vector  regression[J].  China  Mechanical

Engineering, 2008, 19(11): 1326-1330(in Chinese).

[  8  ]

 Elgendi  M,  Menon  C. Machine  learning  ranks  ECG as  an  optimal

wearable  biosignal  for  assessing  driving  stress[J].  IEEE  Access,

2020, 8: 34362-34374.

[  9  ]

 Yenipinar A, Koc S, Canga D, et al. Determining sample size in lo-

gistic  regression  with  G-Power[J]. Black Sea  Journal  of  Engineer-

ing and Science, 2019, 2(1): 16-22.

[10]

 Davliakos I, Papadopoulos E. Model-based control of a 6-dof elec-

trohydraulic  Stewart-Gough  platform[J]. Mechanism  and  Machine

Theory, 2008, 43(11): 1385-1400.

[11]

 International Organization  for  Standardization.  Mechanical   vibra-

tion and shock-evaluation of human exposure to whole-body vibra-

tion-part  1:  general  requirements:  ISO  2631—1997[S].  Geneva:

International Organization for Standardization, 1997: 1-17.

[12]

 Jiang W S, Yin C, Zhou Q X, et al. Evaluation model of running fa-

tigue of young students based on characteristic parameters of ECG

signal[C]//HCI  International  2023  Posters.  Berlin:  Springer,  2023:

336-342.

[13]

 Matsuda T, Miyamori T, Fujino Y, et al. Reliability and validity of

muscle  activity  analysis  using wearable  electromyographs[J].  Jour-

nal of Physical Therapy Science, 2024, 36(3): 123-127.

[14]

 Jastania R, Wang P, Alqahtani B, et al. The Development of an in-

terface instrument  for  collecting  electromyography  data  and   con-

trolling a continuous passive motion machine[J]. Applied Sciences,

2023, 13(22): 12221.

[15]

 Boushel  R,  Langberg  H,  Olesen J,  et  al. Monitoring  tissue  oxygen

availability  with  near  infrared  spectroscopy  (NIRS)  in  health  and

disease[J]. Scandinavian  Journal  of  Medicine  & Science  in  Sports,

2001, 11(4): 213-222.

[16]

 Fredriksson  I,  Larsson  M,  Strömberg  T.  Measurement  depth  and

volume  in  laser  doppler  flowmetry[J].  Microvascular  Research,

2009, 78(1): 4-13.

[17]

 El Falou W, Duchêne J, Grabisch M, et al. Evaluation of driver dis-

comfort  during  long-duration  car  driving[J].  Applied  Ergonomics,

[18]

2003, 34(3): 249-255.

 SAE  International.  Subjective  rating  scale  for  evaluation  of  noise

and ride comfort characteristics related to motor vehicle tires: SAE

J1060_201405[S]. Warrendale: SAE International, 2014.

[19]

 Teich M C, Lowen S B, Jost B M, et al. Heart rate variability: meas-

ures and  models[M]//Akay  M.  Nonlinear  biomedical  signal   pro-

cessing,  dynamic  analysis  and  modeling.  Piscataway:  IEEE  Press,

2001, 2: 159-213.

[20]

 Chowdhury R H,  Reaz M B I,  Mohd Alauddin B M A, et  al. Sur-

face  electromyography  signal  processing  and  classification  techni-

ques[J]. Sensors, 2013, 13(9): 12431-12466.

[21]

 Koirala B, Concas A, Sun Y, et al. Blood volume versus deoxygen-

ated  NIRS  signal:  computational  analysis  of  the  effects  muscle  O2

delivery and blood volume on the NIRS signals[J]. Journal of App-

lied Physiology, 2021, 131(5): 1418-1431.

[22]

 Hwang J Y. Doppler ultrasonography of the lower extremity arter-

ies:  anatomy  and  scanning  guidelines[J].  Ultrasonography,  2017,

36(2): 111-119.

[23]

 De Luca  C J. The use  of  surface  electromyography in  biomechan-

ics[J]. Journal of Applied Biomechanics, 1997, 13(2): 135-163.

[24]

 Bharadiya J. A tutorial on principal component analysis for dimen-

sionality  reduction  in  machine  learning[J].  International  Journal  of

Innovative Science and Research Technology, 2023, 8(5): 2028-2032.

[25]

 Alalawi H H, Alsuwat M S. Detection of cardiovascular disease us-

ing machine learning classification models[J]. International Journal

of Engineering Research and Technology, 2021, 10(7): 151-157.

[26]

 Liu Q, Liu Z, Cui B Y, et al. Driving safety and comfort enhance-

ment in urban underground interchanges via driving simulation and

machine learning[J]. Sustainability, 2024, 16(21): 9601.

[27]

 Abdullah  D  M,  Abdulazeez  A  M.  Machine  learning  applications

based on SVM classification a review[J]. Qubahan Academic Journ-

al, 2021, 1(2): 81-90.

[28]

 Charbuty B, Abdulazeez A M. Classification based on decision tree

algorithm for  machine  learning[J].  Journal  of  Applied  Science  and

Technology Trends, 2021, 2(1): 20-28.

[29]

 Speiser  J  L,  Miller  M  E,  Tooze  J,  et  al. A  comparison  of  random

forest variable selection methods for  classification prediction mod-

eling[J]. Expert Systems with Applications, 2019, 134: 93-101.

[30]

 Hatwell  J,  Gaber  M  M,  Atif  Azad  R  M. Ada-WHIPS:  explaining

AdaBoost  classification  with  applications  in  the  health  sciences[J].

BMC Medical Informatics and Decision Making, 2020, 20(1): 250.

[31]

 Nti  I  K,  Nyarko-Boateng  O,  Aning  J.  Performance  of  machine

learning algorithms with different K values in K-fold CrossValida-

tion[J].  International Journal  of  Information Technology and Com-

puter Science, 2021, 13(6): 61-71.

[32]

 Widodo  A  O,  Setiawan  B,  Indraswari  R. Machine  learning-based

intrusion  detection  on  multi-class  imbalanced  dataset  using

SMOTE[J]. Procedia Computer Science, 2024, 234: 578-583.

[33]

 Novakovic J D, Veljovic A, Ilic S S, et al. Evaluation of classifica-

tion  models  in  machine  learning[J].  Theory  and  Applications  of

Mathematics and Computer Science, 2017, 7(1): 39-46.

[34]

 Hou J X, Li X Y, Li Z J, et al. An in vivo data-based computational

study on sitting-induced hemodynamic changes in the external iliac

artery[J].  Journal  of  Biomechanical  Engineering,  2022,  144(2):

021007.

[35]

3656 北  京  航  空  航  天  大  学  学  报 2026 年



 Restaino  R  M,  Holwerda  S  W,  Credeur  D P,  et  al.  Impact of  pro-

longed  sitting  on  lower  and  upper  limb  micro-  and  macrovascular

dilator function[J]. Experimental Physiology, 2015, 100(7): 829-838.

[36]

 Thosar S S, Bielko S L, Wiggins C C, et al. Differences in brachial

and  femoral  artery  responses  to  prolonged  sitting[J]. Cardiovascu-

lar Ultrasound, 2014, 12(1): 50.

[37]

 Andersson  B  J,  Ortengren  R,  Nachemson  A,  et  al.  Lumbar  disc

pressure  and  myoelectric  back  muscle  activity  during  sitting.  IV.

studies on a car driver’s seat[J]. Scandinavian Journal of Rehabilita-

tion Medicine, 2013, 6(3): 128-133.

[38]

 Lin C T, Wu R C, Jung T P, et al. Estimating driving performance

based  on  EEG  spectrum  analysis[J].  EURASIP Journal  on   Ad-

vances in Signal Processing, 2005(19): 3165-3174.

[39]

 De  Looze  M  P,  Kuijt-Evers  L  F  M,  Van  Dieën  J.  Sitting  comfort

and  discomfort  and  the  relationships  with  objective  measures[J].

Ergonomics, 2003, 46(10): 985-997.

[40]

 Luo S W. An automobile seat comfort evaluation method based on

fuzzy support  vector  machine[C]//2008  9th  International   Confer-

ence on Computer-Aided Industrial Design and Conceptual Design.

Piscataway: IEEE Press, 2008: 206-208.

[41]

Construction and comparison of machine learning models for driving comfort
assessment using multimodal physiological signals

JIANG Weisheng1，ZHOU Qianxiang1，*，LIU Zhongqi1，LIU Yushuang2，WANG Jiatao1，JIN Mengmeng1

(1.   School of Biological Science and Medical Engineering，Beihang University，Beijing 100191，China；

2.   Department of Ultrasound，China Rehabilitation Research Center (Beijing Boai Hospital)，Beijing 100068，China)

Abstract： To  achieve  an  objective  assessment  of  driving  comfort,  this  study  developed  and  systematically
compared  multiple  machine  learning  models  based  on  multimodal  physiological  signals.  64  individuals  had  their
electrocardiograms (ECGs), surface electromyograms (sEMGs), muscle oxygen saturation (SmO2), and arterial blood
flow signals recorded while they drove. Using comfort scores as labels, six types of models, including support vector
machine  (SVM),  random  forest  (RF),  and  adaptive  Boosting  (AdaBoost),  were  constructed  and  optimized  with
principal component analysis, synthetic minority oversampling technique (SMOTE), and grid search. Results showed
that  multimodal  signal  fusion  significantly  improved  classification  performance.  The  SVM model  achieved  optimal
performance with the feature set containing arterial blood flow parameters, reaching an average area under the curve
(AUC)  of  0.97  and  an  accuracy  of  0.90.  RF  models  consistently  exceeded  0.95  AUC with  fused  signals.  Practical
signal combinations for portable monitoring were identified: "sEMG + ECG" dual-signal combination (average AUC
is  0.90)  and "SmO2 +  ECG + sEMG" triple-signal  combination  (average  AUC is  0.92).  This  study offers  empirical
support for model selection and signal setup in objective driving comfort evaluation, providing insightful information
for the development of in-car health monitoring systems.

Keywords： driving comfort；physiological signal；machine learning；classification models；signal fusion；health
monitoring
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