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高炉煤气数据治理与产生量预测

孙文强 1，2，刘书含 1，叶竹 1

（1. 东北大学冶金学院，辽宁 沈阳 110819； 
2. 生态环境部生态工业重点实验室，辽宁 沈阳 110819）

摘要： 精准预测高炉煤气产生量是实现煤气合理利用和煤气系统智能管控的关键。受测量

仪表和生产波动的共同影响，高炉煤气产生量的测量值易出现异常。当前方法聚焦于高炉煤气产

生量数据的自辨识与自修正，未利用工艺参数间的关联性对高炉煤气产生量进行数据治理。为了

解决上述问题，以高炉为研究对象，构建了数据治理模型，利用高炉煤气产生量和鼓风量间的关联

性辨识并修正高炉煤气产生量测量值中的异常数据，利用卡尔曼滤波模型对噪声进行消除，构建

反向传播神经网络（BPNN）模型、长短期记忆网络（LSTM）模型和极端梯度提升（XGBoost）模型对

预测结果进行分析。结果表明，数据治理后各预测模型的预测精度显著提升，BPNN模型表现出最

佳的预测效果，其平均绝对误差（MAE）和平均绝对百分比误差（MAPE）分别为 90.21 m3/min 和

2.48%，LSTM 模型和 XGBoost 模型的 MAE 分别为 133.92 m3/min 和 125.19 m3/min，MAPE 分别为

3.71%和3.45%。
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Abstract： Accurate prediction of blast furnace gas (BFG) generation is crucial for achieving 

rational utilization of gas and intelligent control of gas systems. Due to measurement instrument errors 
and production fluctuations, measured values of BFG generation are prone to anomalies. The current 
approach focuses on the self-identification and self-correction of BFG generation data, without 
leveraging the correlations among process parameters to conduct data governance on BFG generation. 
To address the above issues, a blast furnace was selected as the research object to construct a data 
governance model, which identified and corrected abnormal data from BFG generation measurements 
by utilizing the correlation between BFG generation and blast volume. Kalman filtering was applied to 
eliminate noise, and backpropagation neural network (BPNN), long short-term memory network 
(LSTM) and extreme gradient boosting (XGBoost) prediction models were built for result analysis. The 
results showed that the prediction accuracy of all models was significantly improved after data 
governance. The BPNN model demonstrated the optimal prediction performance with a mean absolute 
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error (MAE) of 90.21 m3/min and a mean absolute percentage error (MAPE) of 2.48%, while LSTM and 
XGBoost models achieved MAE values of 133.92 m3/min and 125.19 m3/min, with corresponding 
MAPE values of 3.71% and 3.45%, respectively.

Key words： iron and steel enterprise; data governance; gas prediction; data correlation

在“双碳”战略和高质量发展的背景下，钢铁

行业正加速向绿色化和智能化方向转型［1］。炼铁

工序是长流程钢铁生产过程的重要单元，高炉产

生的高炉煤气是钢铁冶炼过程中的二次能源，是

钢铁冶炼和加工过程的主要燃料，其组成成分（质

量分数，以下同）包括约 25%CO、15%CO2、55%N2、
1. 5%H2、0. 5%CH4以及少量 H2O。准确预测高炉

煤气产生量对合理分配高炉煤气在多用户之间的

用量，促进煤气系统智能发展具有重要意义［2］。
由于高炉煤气产生量的测量过程易受仪器精度等

因素的影响，导致获取的数据易存在异常值。同

时，生产环节中的随机扰动进一步增加了数据污

染的风险，难以获得高质量的高炉煤气产生量数

据［3］。这严重阻碍了对高炉煤气产生规律的精准

把握和预测模型的建立。因此，对高炉煤气产生

量进行数据治理并基于此建立预测模型是十分关

键的。

煤气量的预测方法主要包含机理建模方法和

数据建模方法。吴萌等［4］根据生产计划和检修计

划对高炉煤气的产生量进行分析，建立了机理驱

动的高炉煤气产生量预测模型。房晓晴等［5］建立

了高炉煤气管网水力模型，为煤气的预测和调度

提供了参考。马莹等［6］指出基于机理的因果关系

模型难以适应非线性的煤气量变化特征。上述方

法主要利用生产机理和数学统计方法预测煤气

量，可获取未来煤气量的大致趋势。由于煤气的

产生量为时序性数据，且受设备运行特性以及生

产节奏等因素的影响，此类模型缺乏对生产数据

的深入挖掘和有效利用，难以高精度预测煤气量。

随着工业自动化和数据采集系统的快速发

展，生产数据不断积累，为数据建模方法提供了支

撑［7］。数据驱动的机器学习方法在工业建模和预

测方面展现出显著优势。以反向传播神经网络

（BPNN）模型、长短期记忆网络（LSTM）模型、极端

梯度提升（XGBoost）模型［8］为代表的数据模型表

现出较强的性能。王彦辉［9］指出考虑机理和数据

将使预测结果贴合实际。刘书含等［10］提出了事件

与数据融合的加热炉煤气消耗量预测方法，精确

地预测了不同运行事件加热炉的煤气消耗量。赖

茜等［11］分析了不同运行事件高炉煤气产生量的预

测结果。刘新民等［12］分析了影响煤粉消耗量的关

键影响因素，开展了煤粉供入量预测研究。张廷

坤等［13］提出一种基于时序注意力网络的高炉煤气

产生量预测方法，取得了较好的预测效果。由此

可见，数据模型可充分挖掘生产数据特征，捕捉煤

气量的时序变化特点。这类预测模型主要通过调

整模型自身的超参数提高煤气量的预测精度，忽

略了基础数据质量对预测结果的影响。

在数据治理方面，Wang等［14］提出了一种新的

数据预处理思想，即基于正交信号校正和正交投影

的数据检验方法，实现了与质量相关的不良数据辨

识。Ghayekhloo等［15］提出了一种基于数据预处理

的混合负荷预测框架，对输入数据进行了校正，提

高了预测精度。Matino等［16］辨识并消除高炉煤气

产生量的异常值，利用回声状态神经网络预测高炉

煤气产生量。Cardoso和Di Felice［17］根据数学统计

原理设置高炉炼铁生产中各变量的正常区间范

围，按划分的区间范围对不良数据进行剔除。上

述方法主要利用先进的大数据算法对数据进行治

理，并没有充分结合钢铁生产过程的丰富知识对

基础数据进行预处理。

高炉煤气的数据治理和产生量预测取得了一

定进展，但仍存在不足。首先，传统高炉煤气产生

量的数据治理方法聚焦于高炉煤气产生量的自辨

识和自修正，未充分利用数据间的关联性辨识和

修正高炉煤气产生量测量值中的异常数据；其次，

现有方法未明确高炉煤气产生量数据治理的整体

流程，难以为构建高炉煤气产生量预测模型提供

系统性的参考。为了解决上述问题，本研究构建

了高炉煤气数据治理和预测模型。该模型充分挖

掘了工艺参数间的关联性特点，利用鼓风量和高

炉煤气产生量间的相关性辨识和修正高炉煤气产

生量中的异常数据。此外，本研究构建了数据治

理模型，将数据治理过程分为数据辨识、数据修正
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在研发高碳铬轴承钢（GB/T 18254）及特殊钢 时要求钛元素含量低，而在冶炼过程中在材料科

学领域，相场计算方法已经成为研究微观结构演

变的重要工具［1］。

（编辑  查松妍）

修回日期：2024-07-23

和数据除噪三个阶段，为构建高炉煤气产生量预

测模型提供支撑。

1  方法
1.1  数据治理模型

1.1.1  数据辨识

高炉煤气产生量的测量值中通常存在缺失

值、离散值等异常数据，若直接利用这部分数据建

立预测模型，将会降低预测模型的精度。数据辨

识是数据治理过程的关键环节，该环节旨在精准

辨识高炉煤气产生量测量值中的异常数据，为后

续异常数据的修正提供可靠的判定依据。依托可

测参数的相关性开展数据校验，是辨识异常数据

的重要手段。鼓风量是影响高炉煤气产生量的关

键因素，其决定了高炉内的氧气供给量。由于氧

气与焦炭等原料共同作用生产铁水并伴随产生高

炉煤气，高炉煤气产生量与鼓风量呈近似线性关

系［18］。因此可根据二者间的关联关系辨识高炉

煤气产生量测量值中的异常数据。高炉煤气产生

量与鼓风量间的关联关系可近似表示为：

式中，y͂ t为 t时刻高炉煤气产生量的理论值，m3/min；
a 为一次项系数；zt为 t时刻鼓风量的测量值，m3/min；
b为常数项。

为了有效辨识高炉煤气产生量测量值中的异

常数据，需要明确异常数据判定规则。高炉煤气

产生量的理论值和测量值之间的差量，可表示为：

式中，Δt为高炉煤气产生量测量值与理论值的差

值绝对值，m3/min；yt为 t时刻高炉煤气产生量的测

量值，m3/min。
高炉在系统运维良好的情况下 ∆ t 曲线波动

较小，稳定在一定区间。因此，考虑高炉煤气产生

量的实际情况，将高炉煤气产生量时间序列中的              平均值（记为    ）作为异常数据的判定基准

值。计算方法如下：

式中，T 为时间序列中高炉煤气产生量数据集的

数量。

通过比较 Δt与
-Δt 可以来辨识不良数据。利

用拉伊达准则，将误差大于 3σ的误差数据判定为

不良数据，判定规则表示为：

式中，σ 为高炉煤气产生量测量值与理论值的差

值和异常数据判定基准值的标准差（简述为高炉

煤气产生量的标准差），m3/min。
1.1.2  数据修正

直接剔除异常数据将会破坏数据集的完整

度，进而降低预测结果的精度，因此应当对辨识后

的异常数据进行修正。利用 y͂ t替换已辨识出的异

常数据，完成整体时序数据的修正更新。以 t =3
和 t =m时刻为异常数据需要修正为例，经修正后

的高炉煤气产生量序列可表示为：

式中，S为更新后的高炉煤气产生量样本序列。

1.1.3  数据除噪

高炉煤气产生量的测量值易受检测硬件、现

场工况等多重外部因素干扰，数据中普遍夹杂随

机噪声，造成煤气量曲线无规则波动，这会干扰预

测模型的学习过程，降低预测结果的精度。为此，

研究引入卡尔曼滤波（KF）模型对高炉煤气产生

量数据进行除噪。

KF模型属于时域滤波器，具备突出的噪声抑

制效果［19］。该算法借助卡尔曼增益矩阵削弱随

机噪声给系统带来的干扰，可以实时、高精度推演

工业系统运行状态的真实数值。该算法首先将叠

加噪声的实测数据作为观测变量输入模型；随后

求解最优卡尔曼增益，结合该增益修正当前动态

系统模型，得到当前时刻系统状态估计量；再把状

态预估量代入观测测量方程，补偿当前实测环节

产生的误差；持续循环迭代上述运算步骤，最终输

出系统状态最优估计结果。该模型分为预测更新

和测量校正环节。

KF模型的预测更新环节可表示为：

KF模型的测量校正环节可表示为：

S = { }y1,y2, y͂3,⋯, y͂m,⋯,yT

y͂t = azt + b （1）

Δt = || yt - y͂ t （2）

|Δt

T

t = 1

-Δt = 1
T ∑t = 1

T

Δt （3）

|| Δt - -Δt > 3σ

-Δt

（4）

（5）

x̂ t̄ = Ax̂t - 1 + Bu t - 1
P t̄ = AP t - 1 AT + Q

（6）
（7）

K t = P t̄ H T

HP t̄ H T + R
（8）
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式中，x̂ t̄为 t时刻高炉煤气产生量的先验状态估计向

量，m3/min；A为状态转移矩阵；x̂ t - 1 为 t-1时刻高炉

煤气产生量的后验状态估计向量，m3/min；B为作用

在控制向量ut - 1上的控制增益矩阵；ut - 1为 t-1时刻

高炉煤气的控制输入向量，m3/min；x̂ t为 t时刻高炉

煤气产生量的后验状态估计向量；Pt̄为 t时刻高炉

煤气产生量的先验估计协方差矩阵，m3/min；Pt - 1和
Pt分别为 t-1时刻和 t时刻高炉煤气产生量的后验

估计协方差矩阵，m3/min；Q为过程激励噪声协方差

矩阵；Kt为 t时刻的滤波增益矩阵；H为测量矩阵；R
为测量噪声协方差矩阵，m3/min；zt为 t时刻滤波后的

高炉煤气产生量的输出向量，m3/min；I为单位矩阵。

1.2  煤气预测模型

（1） BPNN模型

BPNN 模型由输入层、隐含层与输出层三层

结构组成。该模型依托误差反向传播算法完成前

馈网络的迭代训练，持续更新网络内部权重与偏

置参数，使高炉煤气产生量预测值和测量值的误

差逐步降至最低［20］。模型输入变量与输出结果

的映射关系可表示为：

式中，y̌ t 为 t时刻高炉煤气产生量的预测值，m3/min；
c 为常数项；Q 为隐藏层节点数；λq为输入层超参

数；f (·)为传递函数；P为输入层节点数；λl q 为输入

层到隐藏层的超参数；yt-p为用于预测 t时刻高炉

煤气产生量前 p 个输入样本的测量值，m3/min；ζ t

为 t时刻的残差，m3/min。
（2） LSTM模型

LSTM 模型一种优化改进的特殊循环神经网

络，能够有效解决传统时序网络存在的长期依赖、

梯度消失与梯度爆炸等问题。该网络在隐含层神

经元中增设专属记忆单元，并创新性引入遗忘门、

输入门、输出门三大门控结构，实现对高炉煤气产

生量特征的高效捕捉与长期记忆［21］。其数学描

述可表示为：

式中，At为 t时刻隐藏层高炉煤气产生量的时间序

列，m3/min；Bt为 t 时刻输出层高炉煤气产生量的

时间序列，m3/min；g1(·)和 g2(·)分别为隐藏层和输

出层的激活函数；Ψin、Ψmid和 Ψout分别为输入层、

隐藏层和输出层的权重系数矩阵；X t为 t时刻高炉

煤气产生量的时间序列，m3/min；At-1为 t-1时刻隐

藏层高炉煤气产生量的时间序列，m3/min；ωmid和
ωout分别为隐藏层和输出层的偏置向量；。

（3） XGBoost模型

XGBoost模型是基于传统决策树优化升级的

集成学习模型。该算法在原始决策树目标函数中

引入正则化约束项，能够有效抑制模型过拟合问

题，同时显著提升模型训练的收敛效率与迭代稳

定性［22］。该模型可表示为：

式中，K 为决策树数目；hkt为 t 时刻第 k 个迭代子

模型；x t为训练集中的 t时刻煤气测量值，m3/min；
Ht表示 t时刻所有决策树的集合。

1.3  评价指标

研究使用平均绝对误差（MAE）和平均绝对

百分比误差（MAPE）评价预测模型的效果。这两

种评价指标可反映预测数值的偏差程度，具体数

学定义可表示为［23-24］：

2  结果与分析
2.1  基础数据描述

以某钢铁联合企业的高炉为研究对象，随机

选取2026年5月某连续两天的实际测量数据作为

样本集，并参与预测模型的建立。数据采样时间

间隔为 1 min。将样本集的前 60%（1～1 728 min）
划分为训练集用于训练模型，后 40%（1 729～
2 880 min）的样本数据划分为测试集，用于分析预

测结果。高炉煤气产生量与鼓风量的曲线如图 1
所示。高炉煤气产生量与鼓风量的关联关系表达

式可表示为：

x̂ t = x̂ t̄ + K t ( z t - Hx̂t̄ )
P t = ( I - K t H ) P t̄

（9）
（10）

y̌ t = c + ∑
q = 1

Q

λ q f ( )λ q + ∑
p = 1

P

λ l q y t - p + ζ t

y̌t = ∑
k = 1

K

h k t
( )x t , h k t

∈ H t

MAE = 1
T∑t = 1

T

|| yt - y̌ t

MAPE = 100%
T ∑

t = 1

T |

|
|
||
||

|
|
||
| yt - y̌ t

yt

（11）

A t = g 1 (Ψ i n X t + Ψ m i d A t - 1 + ω m i d )
B t = g 2 (Ψ o u t A t + ω o u t )

（12）
（13）

（14）

（15）

（16）

y͂ t = 1. 58zt + 306. 23 （17）
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图1  高炉煤气产生量与鼓风量的曲线

Fig. 1  Curves of Blast Furnace Gas Generation 
and Blast Volume

2.2  数据治理分析

高炉煤气产生量的标准差σ为 70. 49 m3/min。
根据拉伊达准则，当高炉煤气产生量测量值与理

论值的差值和异常数据判定基准值之差超过

3σ（211. 47 m3/min）时，高炉煤气产生量的测量值

被辨识为不良数据。高炉煤气产生量测量值的异

常数据分布如图2所示。由图2可知，高炉煤气产

生量的测量值整体质量较高，少数存在异常数据，

因此需要利用数据治理方法对异常数据进行

处理。

图2  高炉煤气产生量测量值的异常数据分布

Fig. 2  Abnormal Data Distribution of 
Blast Furnace Gas Generation Measurements

根据高炉煤气产生量和鼓风量间的关联关

系对异常数据进行辨识和修正。由于修正后的

高炉煤气产生量测量值仍包含噪声偏差，这些数

据将对预测模型的数据挖掘过程造成干扰，降低

预测结果的精度。因此，采用 KF 模型消除高炉

煤气产生量中所包含的噪声偏差。数据治理后

的高炉煤气产生量如图 3 所示。由图 3 可知，通

过数据治理显著提高了高炉煤气产生量的数据

质量，为后续预测模型的建立提供了高质量的数

据保障。

图3  数据治理前后的高炉煤气产生量

Fig. 3  Blast Furnace Gas Generation Data before 
and after Data Governance

2.3  模型参数设置

超参数的合理设置是提高预测模型性能的关

键。不恰当的超参数设置容易引发预测模型的过

拟合或欠拟合，从而降低预测的准确性。针对高

炉煤气产生量的数据特征，对预测模型中的关键

超参数进行了设置，各预测模型的超参数见表1。
表1  各预测模型的超参数

Table 1  Hyperparameters of Each Prediction Model

2.4  预测结果分析

各预测模型的预测结果如图 4所示。表 2为

高炉煤气产生量预测模型的性能。结合图 4（a）
和表 2 可知，相比于 XGboost 模型，BPNN 模型和

LSTM模型表现出较好的综合预测效果，BPNN模

型的 MAE 降低了 47. 55 m3/min，MAPE 降低了

模型

BPNN

LSTM

XGBoost

参数

input_layer_sizes
hidden_layer_sizes
output_layer_sizes
learning_rate_init
input_layer_sizes

hidden_layer_sizes
dense_layer_sizes
output_layer_sizes

max_depth
n_estimators
learning_rate

subsample

描述

输入层神经元数量

隐藏层神经元数量

输出层神经元数量

初始学习率

输入层神经元数量

隐藏层神经元数量

全连接层神经元数量

输出层神经元数量

基础树的最大深度

优化树的个数

学习率

训练样本的采样率

设置值

1
256；168；64；32

1
0. 001

1
128；64；32

64；32
1
8

500
0. 05
0. 8
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1. 35个百分点。LSTM模型的MAE和MAPE分别

降低了 20. 37 m3/min 和 0. 58 个百分点。这是因

为BPNN模型和LSTM模型为神经网络模型，通过

非线性映射学习能够更有效地捕捉煤气产生量随

时间变化的非线性特征。

由图 4（b）可知,相比于数据治理前的预测模

型，各预测模型的预测精度均有较大提升。结合

表 2可知，BPNN 模型表现出最好的预测效果，其

MAE和 MAPE分别为 90. 21 m3/min和 2. 48%。相

较于数据治理前，BPNN模型的MAE和MAPE分别

降低了19. 06 m3/min和0. 52个百分点，XGBoost模
型的 MAE 和 MAPE 分别降低了 31. 63 m3/min 和

0. 9个百分点。这是因为利用高炉煤气产生量和

鼓风量间的关联关系对煤气产生量中的异常数据

进行了辨识和修正，利用KF模型降低了噪声偏差

对预测效果的影响，有效提高了预测结果的精度。

各预测模型的运行时间如表3所示。由表3可
知，BPNN模型在运行时间方面同样表现突出，其

模型运行时间为1. 90 s，兼顾了实时性与准确性。

表3  各预测模型的运行时间

Table 3  Runtime of Each Prediction Model

为了进一步验证模型的鲁棒性，需要对各评价

指标进行详细分析，辨识误差分布特征。各预测模

型的 MAE 和 MAPE 如图 5 所示。由图 5（a）可知，

LSTM模型MAE的误差上限为205. 74 m3/min，下限

为38. 07 m3/min。XGBoost模型MAE的误差上限为

263. 95 m3/min，下限为 39. 24 m3/min。相比之下，

BPNN模型表现出较高的预测鲁棒性，其MAE的上

限和下限分别为 107. 15 m3/min 和 29. 38 m3/min。
由图 5（b）可知，LSTM模型MAPE的误差上限和下

限分别为 5. 74% 和 0. 98%，XGBoost 模型 MAE 的

误差上限和下限分别为7. 35%和0. 1%。BPNN模

型的MAPE误差范围较小，其上限为2. 9%，下限为

0. 77%。由此可见，BPNN模型误差区间较小，预测

结果较为稳定，具有较高的鲁棒性。

3  结语
（1） 建立了高炉煤气数据治理模型，从数据

辨识、数据修正和数据除噪三个环节提升了数据

质量。充分挖掘了高炉煤气产生量与鼓风量之间

的相关性，利用该关联性对高炉煤气产生量测量

值中的缺失值、离散值等异常数据进行辨识与修

正，并引入 KF模型消除噪声偏差，为预测模型的

构建提供了高质量的数据支撑。

（2） 采用 BPNN 模型、LSTM 模型和 XGBoost
模型，对比分析了数据治理前后各模型的预测性

（a） 数据治理前； （b） 数据治理后

图 4  各预测模型的预测结果

Fig. 4  Prediction Results of Each Prediction Model
表2  高炉煤气产生量预测模型的性能

Table 2  Prediction Model Performance of 
Blast Furnace Gas Generation

预测模型

BPNN
LSTM

XGBoost

时间 /s
1. 90

20. 39
0. 37

预测模型

BPNN
LSTM

XGBoost

数据治理前

MAE /（m3/min）
109. 27
136. 45
156. 82

MAPE /%
3. 00
3. 77
4. 35

MAE /（m3/min）
90. 21

133. 92
125. 19

数据治理后

MAPE /%
2. 48
3. 71
3. 45
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（a） MAE； （b） MAPE
图 5  各预测模型的MAE和MAPE

Fig. 5  MAE and MAPE of Each Prediction Model

能。结果表明，数据治理后三种模型的预测精度

均显著提升。BPNN 模型表现最优，其 MAE 和

MAPE 分别为 90. 21 m3/min 和 2. 48%，运行时间

为 1. 90 s，兼顾了预测精度与计算效率，为工程应

用奠定基础。

（3） 研究所建立的数据治理与预测模型具有

较强的工况适应性。与未进行数据治理的预测

模型相比，高炉顺行、减风和复风生产状态下均

表现出较好的预测效果，验证了模型的泛化能

力。数据治理是提升高炉煤气产生量预测精度

的关键环节，所提方法可为高炉煤气的智能管控

提供一定的理论支撑。
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