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摘要： 为提高冶金关键部件除鳞辊表面涂镀层磨损预测的准确性，提升高压水除鳞的效率，

深入研究了机器学习在除鳞辊表面涂镀层磨损预测中的应用，分别介绍了多元线性回归磨损预

测模型、X G Boost 磨损预测模型以及随机森林磨损预测模型常用算法的原理以及结构。利用生

产数据建立数据集对除鳞辊表面涂镀层磨损进行预测，并将预测结果和实测结果进行纵向比较，

将三种算法的预测结果进行横向比较。结果表明，误差范围在±0.001 0 mm 和±0.001 5 mm 时，随

机森林磨损预测模型预测的命中率最高，分别为 90.4% 和 95.9%；四项性能指标中，该模型的决

定分数数值最大，均方根误差、均方误差和平均绝对误差三项指标数值最小，随机森林磨损预测

模型最适用于实际生产，可以给冶金关键部件除鳞辊的形性退化和再造赋能机制的设定提供较

高的参考价值。
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Abstract： To enhance the accuracy of wear prediction for coating layers on descaling rolls in 

critical metallurgical components and improve high-pressure water descaling efficiency, the 
application of machine learning in predicting the wear of the surface coating of the descaling rollser was 
deeply studied. The principles and structures of the prevalent algorithms of the multiple linear 
regression, the X G Boost and the random forest wear prediction model were introduced respectively. A 
data set was established using production data to predict wear coating on the surface of the descaling 
rolls. The predicted results were compared longitudinally with the measured ones, and the prediction 
results of the three algorithms were compared horizontally. The random forest wear prediction model 
achieved the highest prediction accuracy rates of 90. 4% and 95. 9% at error tolerances of ±0. 001 0 mm 
and ±0. 001 5 mm, respectively. Among the four performance indicators, the model achieved the 
highest coefficient of determination, while exhibiting the lowest values for root mean square error, 
mean square error, and mean absolute error in the other three indicators. The random forest wear 
prediction model proved optimal for actual production, providing high-value guidance for the setting 
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of the deformation and reengineering empowerment mechanism of descaling rolls, which were key  
metallurgical components.

Key words：  machine learning; descaling rolls; surface coating; wear prediction

除鳞辊作为高压水除鳞过程中重要的冶金部

件之一，其寿命即表面涂镀层磨损受到很多因素

的影响，并且各个因素之间有着千丝万缕的联

系。近几年，随着计算机科学的发展、大数据技

术［1］的全面普及，作为该领域核心的机器学习［2］

也有了长足的进步。机器学习拥有众多算法，能

有效利用大量工业生产数据，确认各影响因素之

间复杂的非线性关系，极大地提高了模型精度。

本文利用国内某钢厂热轧产线高压水除鳞过程实

际工业生产数据，以机器学习为基础分别建立了

多元线性回归磨损预测模型［3-5］、X G Boost磨损预

测模型［6-8］以及随机森林磨损预测模型［9-12］，对高

压水除鳞环节关键冶金部件除鳞辊表面涂镀层的

磨损进行了预测，并且分析比较了这三种模型的

特征以及优缺点，研究结果可以给除鳞辊的形性

退化和再造赋能机制的设定提供一定的参考。

1  磨损预测模型大数据的选取和处理
选取上线天数、过钢量、辊身平均温度、环境

温度以及钢坯温度作为影响除鳞辊表面涂镀层磨

损的自变量，利用数学公式结合现场采集数据推

算实际磨损值作为因变量。其实际磨损值的数学

表达式如下所示：

        W=Qβ1+eβ2（Tr - Te）+ln（1+Tb）+Dβ3+eβ4（Tb - Te）       （1）
式中，W为除鳞辊表面涂镀层实际磨损值，mm；Q
为过钢量，万 t；Tr为辊身平均温度，℃；Te为环境温

度，℃；Tb为钢坯温度，℃；D为上线天数；β1、β2、β3、
β4为模型参数；e为常数，取数值为 2. 718，通过实

际测试决定。

首先，对现场采集的近万个高压水除鳞数据

进行清洗、降噪等预处理工作［13-14］。由于收集到

的产线数据大部分并不完全与除鳞辊涂镀层磨损

直接相关，所以清除了一些与涂镀层服役周期无

关的数据以及会对机器学习模型进行干扰的噪音

数据，最后选取了与上文拟定四个关键自变量相

匹配的 2 190个数据，并构建了训练集、测试集以

及验证集。选取的数据量可以进行机器学习模型

的训练以及验证。表 1为描述性统计信息表。对

表 1 中几项变量数据进行分析，显示其平均值

（mean）、最小值（min）及最大值（max）等描述性统

计信息。对数据集进行统计后，将数据设计成数

据表，存入大数据平台后端数据库中。

表1  描述性统计信息表

Table 1  Descriptive Statistical Information Table

为了识别异常值，利用 Python 软件将以上自

变量及因变量数据绘制成箱形图，以便于进行探

索性分析。数据的异常值经过清洗都被处理掉，

对模拟精度会有一定的提高。图 1为不同自变量

的箱形图及其数据分布。由图 1 可以看出，过钢

量 1. 28~1. 47万 t的数据数量最多；辊身温度的数

据集中在 440~500 ℃；环境温度在 20~42 ℃的数

据量最多；而钢坯温度的数据集中在 1 085~
1 145 ℃。对磨损量异常值进行清洗，能进一步提

高训练集、测试集、验证集的质量，后续预测出现

偏差的概率也会变小，同时也能提高数据代表性，

优化资源分配。图2为磨损量箱形图，由图2可以

看出，磨损量的数据集中分布在 0. 018 mm 和

0. 022 mm左右。

2  基于机器学习的磨损预测研究建模
2.1  多元线性回归磨损预测模型

多元线性回归（Multiple Linear Regression）是

一种在计算机未普及时就存在的数学统计方法，

用于建模两个或多个自变量（解释变量、预测变

量）和一个因变量（响应变量）之间的线性关系。

信息
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图2  磨损量箱形图

Fig. 2  Wear Box Chart

与简单线性回归不同，多元线性回归考虑了

多个自变量对因变量的联合影响，是一种更为复

杂和广泛应用的回归分析方法。考虑到除鳞辊表

面涂镀层磨损与多个因素有关，多元线性回归依

托于机器学习原理，也可能适用于对除鳞辊表面

涂镀层磨损的预测。

利用Python软件将多元线性回归模型转换成

磨损预测模型，随后导入训练集和测试集进行测

试和训练，并利用验证集对除鳞辊表面涂镀层的

磨损值进行预测。模拟结果生成后输出多元线性

回归磨损模型的四项指标：决定系数（R2 分数）、

均方根误差（RMSE）、平均绝对误差（MAE）、均方

误差（MSE）［15-16］，根据这四项数值大小评价预测

模型性能，其中决定系数数值越大性能越好，其余

数值越小性能越好，输出指标数值便于与其他磨

损预测模型进行直观的比较。多元线性回归磨损

预测模型模拟结果的拟合散点图如图 3 所示，多

元线性回归磨损预测模型结果数据组分布情况

见表2。

图3  多元线性回归磨损预测模型

模拟结果的拟合散点图

Fig. 3  Fitting Scatter Plot of Simulation Results of 
Multiple Linear Regression Wear Prediction Model

表2  多元线性回归磨损预测模型结果数据组分布情况

Table 2  Distribution of Result Data Groups of Multiple
 Linear Regression Wear Prediction Model

（a） 过钢量； （b） 辊身温度； （c） 环境温度； （d） 钢坯温度

图1  不同自变量的箱形图

Fig. 1  Box Plots with Different Independent Variables

误差/mm
±0. 001 0
±0. 001 5

数据组/组
40

48

Doc
DoD
Dou
Dom
Doe
Don
Dot
DoP

r
o
c
es

s

nuc
ncc
eCc
etc
eec
euc
ecc

nec

l
:
 
B
ea

nc

ec

mc

uc

Dc

k
+
 
B
ea

DDCc
DDtc
DDec
DDuc
DDcc
DcCc
Dctc

o
,
 
B
ea

（�）a （�）b

（�）c （�）d

DoDcu

DoDcc

DoDcD

DoDme

DoDmn

DoDmu

t
P

r
os

s

DoDcu

DoDcc

DoDcD

DoDme

DoDmn

DoDmu

DoDcn

t
P
r

os
s

DoDmn DoDmC DoDme DoDml DoDcD DoDcmDoDcc DoDcr
s:ross

 Cya
n MgDoDDmDss
tDoDDmDssMg
n MgDoDDmass
tDoDDmassMg

                                                                                                                                                    《鞍钢技术》2026 年第 1 期 

 彭意钦等：基于机器学习的除鳞辊表面涂镀层损耗预测研究                                        总第 457 期       

-- 52



 鞍 钢 技 术
2026 年第 1 期                                  ANGANG  TECHNOLOGY                                 总第 457 期

由于本文选取的 2 190个数据分成了 365组，

验证集的样本总数为 20%，即 73组，从表 2可以计

算得出，基于多元线性回归的除鳞辊表面涂镀层

磨 损 模 型 的 磨 损 量 误 差 值 在 ±0. 001 0 mm、

±0. 001 5 mm 范围内的命中率分别为 54. 8%、

65. 8%。计算其 R2 分数、RMSE、MAE、MSE 的数

值分别为 0. 44、0. 001 7、0. 001 3、2. 78×10-6。结

合实际情况以及理论知识，对结果进行分析，命中

率过低的原因可能有以下几点：

（1） 多元线性回归模型假设特征变量与目标

变量之间存在一定的非线性关系，也就是说，选取

的过钢量、环境温度、钢坯温度、辊身温度与磨损

量之间存在一定的非线性关系。线性模型无法准

确捕捉这种关系，从而影响预测精度。结合生产

过程进行分析认为该原因对结果造成影响的可能

性最大。

（2） 数据样本中的自变量和因变量数量对于

多元线性回归模型来说过于复杂，模型可能无法

捕捉数据中的全部信息，导致出现欠拟合的结果。

（3） 多元线性回归有其统计假设，如特征变

量与误差项之间的独立性、误差项的常态分布和

方差齐性等。如果这些假设在实际数据中不成

立，可能会影响模型的有效性和预测准确度。

（4） 在各个自变量之间存在着标准之上的相

关性，导致模型在训练过程中很难确定每个自变

量对因变量的独立贡献，从而导致模型的预测效

果变差。

2.2  X G Boost磨损预测模型

由于多元线性回归模型的模拟预测结果并不

理想，本节选用了处理非线性关系能力、泛化能

力、灵活性和特征重要性都更优秀的X G Boost算
法［4］来构建除鳞辊表面涂镀层磨损模型。X G 
Boost算法（eXtreme Gradient Boosting）是常用的集

成学习算法，相比多元线性回归，其最大的优势是

出色的处理非线性关系的能力，也就是说 X G 
Boost 算法可能拥有非线性关系的自变量和因变

量的能力更强，并且通过梯度提升方法，X G Boost
算法能够建立一系列决策树来捕捉数据中的复杂

模式和非线性关系，而多元线性回归模型则假设

变量间的关系是线性的，这限制了其在面对复杂

数据结构时的表现。

利用X G Boost算法建立磨损模型对除鳞辊表

面涂镀层磨损进行预测，并输出其预测模拟结果， 
X G Boost 磨损预测模型模拟结果的拟合散点图

见图4，X G Boost磨损预测模型数据组分布情况见

表 3。从表 3 可以计算得出，磨损量误差值在

±0. 001 0 mm、±0. 001 5 mm范围内的命中率分别为

79. 5%、90. 4%。计算得出 R2分数、RMSE、MAE、
MSE 的数值分别为 0. 88、0. 000 78、0. 000 61、
6. 13×10-7。

图4  X G Boost磨损预测模型模拟结果的拟合散点图

Fig. 4  Fitting Scatter Plot of Simulation Results 
of X G Boost Wear Prediction Model

表3  X G Boost磨损预测模型数据组分布情况

Table 3  Distribution of Data Groups 
of X G Boost Wear Prediction Model

结合实际情况以及理论知识，分析该模型各

项性能指标，出现该命中率的原因可能有以下

几点：

（1） 数据量太少或者不平衡。对于X G Boost
模型来说，数据可能太少，模型没有足够的信息进

行学习。数据不平衡意味着自变量中有一项变量

相关度过高从而影响了别的变量，导致模型偏向

多数类。

（2） 迭代次数太少。迭代次数（即决策树的

数量）不足，意味着模型没有足够的机会学习数据

中的规律。

（3） 数据特征预处理不当。特征没有得到合

适的缩放或编码。

（4） 过度正则化。虽然正则化是防止过拟合
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的一种方法，但如果正则化参数 alpha 设置得太

高，可能会限制模型学习数据的能力，导致欠

拟合。

综上所述，数据量太少或者是迭代次数太少

应该是导致 X G Boost 磨损模型出现欠拟合现象

的主要原因。虽然 X G Boost 算法有效解决了多

元线性回归算法出现的无法解决的自变量与因变

量具有非线性关系的问题，但其预测结果仍然达

不到预期结果。

2.3  随机森林磨损预测模型

基于随机森林的除鳞辊表面涂镀层磨损模型

通过集成学习算法随机森林来预测和分析除鳞辊

表面涂镀层的磨损情况，利用特征变量构建随机

森林模型，并将部分数据用于模型训练，剩余数据

用于模型验证，来评估模型的预测准确性和实际

应用价值。这种方法不仅可以准确预测涂镀层的

磨损程度，而且能够识别出影响磨损的主要因素，

为优化工作条件和延长涂镀层寿命提供科学

依据。

2.3.1  随机森林算法的原理和结构

随机森林算法是由 Leo Breiman和 Adele Cut⁃
ler发展推论出来的，是 Bagging（一种并行式的集

成学习方法）的一个拓展体。它的基学习器固定

为决策树，多棵树也就组成了森林，而“随机”则在

于选择划分属性的随机。随机森林在训练基学习

器时，也采用有放回采样的方式添加样本扰动，同

时它还引入了一种属性扰动，即在基决策树的训

练过程中，在选择划分属性时，随机森林先从候选

属性集中随机挑选出一个包含 K 个属性的子集，

再从这个子集中选择最优划分属性。

随机森林中基学习器的多样性不仅来自样本

扰动，还来自属性扰动，从而进一步提升了基学习

器之间的差异度。相比决策树的Bagging集成，随

机森林的起始性能较差（由于属性扰动，基决策树

的准确度有所下降），但随着基学习器数目的增

多，随机森林往往会收敛到更低的泛化误差。同

时不同于 Bagging 中决策树从所有属性集中选择

最优划分属性，随机森林只在属性集的一个子集

中选择划分属性，因此训练效率更高。随机森林

算法的核心思想是通过集成多个模型来改善单个

模型的预测性能。以下是随机森林算法的具体

流程：

第一步，自助采样（Bootstrap Sampling）。随

机森林中的每棵树都是通过对训练数据集进行有

放回的抽样（即自助采样）来获得的。这意味着，

对于一个包含 N个样本的训练集，每次随机从中

抽取一个样本作为训练数据，并将其放回，允许下

次抽样时再次被选中。这个过程重复 N次，最终

得到一个新的包含 N个样本的训练集，用于训练

一棵决策树。因为是有放回的抽样，所以一些样

本可能会被重复选中，而一些则可能不会被选中。

第二步，特征随机选择。在训练每棵树时，节

点分裂时选择最佳分裂特征的过程并不是在所有

特征中进行，而是在随机选取的一个特征子集中

进行。这个特征子集通常小于总特征数，其目的

是增加树之间的差异性，进一步提高模型的泛化

能力。这种做法也称为随机特征选择。

第三步，构建多棵决策树。通过上述的自助

采样和特征随机选择，随机森林算法会构建多棵

决策树。每棵树都是独立建立的，并且过程中的

随机性确保了每棵树都是有所不同的。

第四步，汇总预测结果。对于回归任务，随机

森林通过计算所有树的预测结果的平均值作为最

终的预测。通过这种方式，随机森林试图结合多

个决策树的预测能力，以期在保持数据集特征细

节的同时，减少过拟合，提高模型的泛化能力。相

较于单一决策树，随机森林通常能够提供更为准

确和稳定的预测结果。随机森林结构图见图5。

图5  随机森林结构图

Fig. 5  Random Forest Structure Diagram

从数学模型角度详细解释运用随机森林算法

构建除鳞辊表面涂镀层磨损模型。首先对决策树

进行构建，每个分枝节点的最佳分割是基于信息

增益准则和基尼不纯度准则来构建的。信息增益
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准则的数学表达式如下所示：

 IG（Dp，f）=I（Dp）- Nl

Np
I（Dl）- Nr

Np
I（Dr）            （1）

式中，IG（Dp，f）为特征 f 在父节点 Dp 上的信息增

益；I（Dp）表示父节点数据集的不纯度；I（Dl）表示

左子树数据集的不纯度；I（Dr） 表示右子树数据集

的不纯度；Nl 和Nr 分别为分割后左右子树的样本

数；Np为父节点的样本总数。

基尼不纯度的数学表达式 Gini（D）如下

所示：

Gini（D）=1-∑
i = 1

n

p2
i
                                          （2）

式中，p
i 为第 i类样本在数据集D中的相对频率；n

表示样本总数。在确定最佳分割准则并构建好决

策树之后，继续进行自助采样、特征随机选取等，

最后进行预测。对除鳞辊表面涂镀层的磨损模拟

预测属于回归问题，所以随机森林对于回归问题

的数学表达式如下所示：

  yp=
1
n∑i = 1

n

y
i
                                                   （3）

式中，yp为所有决策树的平均预测结果；yi为第 i个
决策树的预测结果；n 为迭代至最后一次的决策

树的数量。

由此可以看出，随机森林算法的优点和缺点

十分明显，该算法的优点是每棵树都选择部分样

本及部分特征，一定程度避免过拟合；每棵树随机

选择样本并随机选择特征，具有很好的抗噪能力，

性能稳定；能处理很高维度的数据，并且不用做特

征选择（不需要降维处理）；适合并行计算；实现简

单。反之，随机森林的劣势在于，虽然单棵树的训

练和预测速度很快，但随机森林需要训练多棵树，

因此在大型数据集上可能会比较慢，并且由于需

要存储多个决策树，模型可能会占用较多的内存；

该算法对于具有不同级别的类别变量数据，可能

会偏向于具有更多级别的特征。由此可以得出，

随机森林算法对于除鳞辊表面涂镀层磨损的模拟

预测［17-19］效果，相较于多元线性回归模型和 X G 
Boost算法应该会更优一些。

2.3.2  随机森林磨损预测模型预测结果

利用随机森林算法建立磨损模型对除鳞辊表

面涂镀层的磨损进行预测，随机森林磨损预测模

型模拟结果的拟合散点图如图 6 所示，随机森林

算法预测数据组分布情况如表 5所示。随后输出

R2 分数、RMSE、MAE、MSE 四项性能指标参数数

值，以便后续与上两节利用多元线性回归算法和

X G Boost算法的预测结果进行比较。

图6  随机森林磨损预测模型模拟结果的拟合散点图

Fig. 6  Fitting Scatter Plot of Simulation Results 
of Random Forest Wear Prediction Model

表5  随机森林磨损预测模型数据组分布情况

Table 5  Distribution of Data Groups in
 Random Forest Wear Prediction Model

由表 5 计算可知，基于随机森林算法的除鳞

辊表面涂镀层磨损量误差值在±0. 001 0 mm、

±0. 001 5 mm 范围内的命中率分别为 86. 3%、

95. 9%。其 R2 分数、RMSE、MAE、MSE 的数值分

别为0. 89、0. 000 709、0. 000 562、5. 03×10-7。
为了能更直观地比较优劣，利用 Python 中用

于数据分析和数据处理的开源库 pandas［20］，用于

创建可视化图表的库mat plot lib以及用于优化图

表的库 sea born，对三种模型的四项指标数据进行

绘图并比较，模型的性能指标对比见图 7。综合

三种模型的四项性能指标来看，基于随机森林算

法构建的除鳞辊表面涂镀层磨损模型预测效果最

优，其 R2 分数数值最大，RMSE、MAE、MSE 三项

指标数值最小，所以最适用于实际生产，可以给冶

金关键部件除鳞辊的形性退化和再造赋能机制的

设定提供较高的参考价值。
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（a） R2分数； （b） RMSE； （c） MAE； （d） MSE
图7  模型的性能指标对比

Fig. 7  Comparison of Performance Indicators of Models

3  结论
本文选用三种机器学习算法，利用大量生产

数据建立模型，对除鳞辊表面涂镀层磨损进行预

测研究，得到了以下结论：

（1） 选用多元线性回归算法、X G Boost 算法

以及随机森林算法建立除鳞辊表面涂镀层磨损模

型并输出性能指标对比其预测性能，误差范围在

±0. 001 0 mm时，三个模型的命中率分别为54. 8%、

79. 5%和86. 3%，误差在±0. 001 5 mm时，三个模型

的命中率分别为65. 8%、90. 4%和95. 9%。

（2） 根据决定系数（R2 分数）、均方根误差

（RMSE）、平均绝对误差（MAE）、均方误差（MSE）
四项性能指标的对比，三种模型中，基于随机森林

算法构建的除鳞辊表面涂镀层磨损预测模型决定

分数数值最大，均方根误差、均方误差和平均绝对

误差三项指标数值最小，所以最适用于实际生产，

可以给冶金关键部件除鳞辊的形性退化和再造赋

能机制的设定提供较高的参考价值。
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