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智能化赋能钢铁绿色制造：炼钢流程

宗男夫 1，赵成林 2，贾吉祥 3，岳洪进 2，高鉴 2，张立锋 2，朱晓雷 2，荆涛 4

（1. 鞍钢集团本钢技术中心，辽宁 本溪 117000； 2. 鞍钢集团凌钢技术中心，

辽宁 朝阳 122500； 3. 鞍钢集团钢铁研究院，辽宁 鞍山 114009；

 4. 清华大学材料学院先进成形制造教育部重点实验室，北京 100084）
摘要： 随着机器学习、深度学习和大模型技术的快速发展，智能化赋能钢铁绿色制造已成

为研究热点。系统探讨借助数智化技术与炼钢流程工业场景深度融合，重点分析其在转炉、电

炉、精炼和连铸等核心工序的应用现状，提出采用多模态感知预警，资源协同优化，数字孪生和

全流程因果推理等前沿技术，实现炼钢流程的绿色低碳生产和智能高效协同的攻关方向。最

后，探讨人工智能在炼钢-连铸区段中集成深度应用面临的挑战、大模型赋能绿色制造的潜在策

略和未来展望，为智能化赋能钢铁绿色制造提供转型思路和理论支撑。
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Abstract： With the rapid development of machine learning, deep learning, and large model 

technologies, the intelligent empowerment of green steel manufacturing has become a research hot 
spot.  The deep integration of digital and intelligent technologies with steelmaking process industrial 
scenarios was systematically explored, the current applications in key processes such as converters, 
electric arc furnaces, refining, and continuous casting were analyzed, the cutting-edge technologies 
such as multimodal perception and early warning, resource collaborative optimization, digital twins, 
and full-process causal reasoning were proposed to achieve green and low-carbon production as well 
as intelligent, efficient collaboration in steelmaking process. Finally, the challenges faced by the 
integrated and in-depth application of artificial intelligence in steelmaking-continuous casting 
section, potential strategies for large models to empower green manufacturing, and future prospects 
were discussed, which provided transformation ideas and theoretical support for intelligent 
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empowerment of green steel manufacturing.
Key words： green manufacturing; steelmaking process; large model; autonomous decision; 

digital twins

在钢铁工业步入高端化、智能化和绿色化的

大背景下，钢铁巨头已提前布局全废钢电炉冶炼、

清洁能源、氢冶金、二氧化碳利用、碳捕集与封存

等技术［1-5］，但面临着投资回报率低、质量稳定控

制差、大规模工业化难等问题。当前，钢铁行业高

度重视人工智能技术，积极推动机器学习、深度学

习及大模型在制造流程中的深度融合与应用，致

力于突破理论模型构建、多模态数据融合与跨工

序协同优化等关键瓶颈，为钢铁制造的全流程优

化决策提供核心支撑［6-14］。传统炼钢流程正向智

能化转型，基于冶炼-连铸区段的大量历史和高频

实时数据，利用智能算法挖掘数据间的高价值逻

辑关系，实现炼钢流程的低碳绿色生产和智能高

效控制。

本文系统梳理 2020—2025年炼钢过程智能化

赋能钢铁绿色制造的重要研究成果，对人工智能

赋能冶炼-连铸制造中的应用进展进行系统评述，

重点介绍炼钢-连铸集成优化面临的挑战、大模型

赋能钢铁绿色制造展望，为智能化赋能钢铁绿色

制造提供转型思路和探索方向。

1  炼钢流程绿色低碳的应用场景特征
炼钢制造场景包含炼钢、精炼、连铸工序，具

有规模大、阶段多和多并行等特征，智能协同能够

有效减少工序能源和物料消耗，缩短制造周期。

柔性定制生产、实时动态决策、原辅料灵活等特征

增加炼钢绿色集约的难度。绿色低碳炼钢流程示

意图见图1。

图1  绿色低碳炼钢流程示意图

Fig. 1  Schematic Diagram of Green and Low-carbon Steelmaking Process
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 采用智能化的手段将炼钢、精炼、连铸等多个

工序进行紧密衔接，实现能源和物料的精细化管

理，减少不必要的浪费。针对原料波动与工艺协

同性挑战，智能化技术可以通过实时监测与调整，

确保钢水的纯净度和高端钢种的质量稳定。智能

化技术在精炼和连铸工序，通过优化脱硫脱磷工

艺和保护浇注与电磁搅拌等参数［15-17］，有效减少

裂纹［18-23］、夹杂和偏析等缺陷［24-27］，提高企业成材

率。炼钢流程中的绿色低碳应用场景还强调资源

的最大化利用和环境的最小化影响。智能化技术

不仅有助于提升生产效率，还能促进资源的循环

利用和节能减排。

2  智能化技术在炼钢流程的绿色制造现状
2.1  智能化赋能冶炼工序绿色制造

人工智能技术正在推动钢铁冶炼过程的绿色
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化转型，通过集成高精度传感器和大数据分析，实现

对转炉、电炉及精炼炉冶炼过程的智能优化。冶金

机理和数据驱动融合的冶炼系统可精准预测炉内温

度场、成分演变及冶金反应状态，动态优化合金添加

策略，提升合金收得率，并有效补偿原料波动带来的

影响。采用人工智能预测并动态调整冶炼过程参

数，稳定冶炼周期，钢液过程成分与温度波动。钢包

精炼炉工序，预测钢水温度、通电时间、合金收得率

等关键目标参数。国内外人工智能赋能绿色冶炼制

造现状，包括转炉动态吹炼、电炉智能供电、LF精炼

温度预测及RH处理优化等关键技术等［28-45］。国内

外人工智能赋能绿色冶炼制造现状见表1。

表1  国内外人工智能赋能绿色冶炼制造现状

Table 1  Present Situation of Artificial Intelligent Empowerment of Green Smelting Manufacturing at Home and Abroad
作者

和年份

Zhou. et al.
（2021）［28］ 

Zheng. et al.
（2021）［29］ 

Wang. et al.
（2022）［30］ 

Wang. et al.
（2022）［31］

Liu.  et al.
（2022）［32］

He.  et al.
（2022）［33］

工序

210 t
转炉

120 t
转炉

100 t
转炉

120 t
转炉

250 t
转炉

250~
300 t
转炉

绿色低碳

任务

出 钢 合 金

化 Mn收得

率预测

出 钢 合 金

化 Mn收得

率预测

 终点

O含量

 氧气

消耗量

 终点

O含量

总吹氧量

和二次吹

氧量预测

数据来源和特征

铁水Mn质量分数、铁水 P质量

分数、终点 C 质量分数、终点

Mn 质量分数、终点 P 质量分

数、终点 S质量分数、烧结矿加

入量和冶炼终点钢水温度

出钢温度、冶炼周期、吹氧时

间、吹氧量、铁水和废钢装入

量、TSO氧含量、TSO碳含量等

铁水重量、废钢量、铁水温度、

成分（Mn、S 、P、N）、第一次倒

炉温度、倒炉次数、铁水成分

（C、Si、P、S）、石灰添加量 、白
云石添加量、氧气消耗量、氮气

消耗量、二次吹氧时间、吹氧时

间、氧气压力、矿石添加量等

铁水重量、温度、C、Si、Mn 等成

分，废钢重量，烧结矿、石灰、白

云石消耗量，熔钢温度及成分

铁水重量，温度，C、Si、Mn、P、S
含量，废钢量，氧气消耗量，

CaO、MgO、SiO₂、CO₂、CaF₂添加

量，N₂、Ar 底吹量，熔剂成分 
CaO 总和及底吹工艺参数

总吹氧模型：废钢重量，铁水重

量，铁水 C、Si、S、P、Mn 含量，铁

水温度，BOF 终点温度和C含量。

二次吹氧模型：废钢重量、铁水

重量、TSC 温度、TSC 碳含量、

BOF 终点温度和 C 含量、冷却

剂添加量

智能算法

基于改进粒子

群算法优化的

正 则 化 极 限

学习机（IPSO-
RELM）

PCA-BP
神经网络

卷积神经网络

（CNN）

K均值聚类

（KMeans）

PCA-GA-BP
神经网络混合

模型

BP神经网络，

增量学习

样本数

 HRB400钢种

483炉数据，

   383炉训练集，

 100炉测试集

42CrMo钢种

         140炉数据

1 300组数据，

1 200组训练，

100组验证

1 051炉，901炉用于

   建模，150炉验证

1 293 炉，预处理后

   1 184炉，训练1 084炉，

   验证100炉

总吹氧模型：

训练集1 300炉，

测试集171炉；

二次吹氧模型：

训练集1 000 炉，

测试集280 炉

预报命中率

Mn元素收得率命中

率： 80%（±3%）、98%
（±5%）

Mn元素收得率命中

率： 100%（±2. 0%）、

1. 1%（±1. 5%）、50. 9%
（±1. 0%）

误差≤50ppm： 87%；

误差≤770ppm： 93%

相对误差≤5%： 93. 3%

总数据相对误差

±10%： 80%

总吹氧模型：

        ±89. 47%; 
二次吹氧模型：

        97. 86%
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作者

和年份

Diego F.
et al.

（2022）［34］ 

Yildiz E.
et al.

（2022）［35］

Shao. et al.
（2022）［36］ 

He. et al.
（2022）［37］

Yang. et al.
（2022）［38］

Xin. et al.
（2023）［39］

Zhang. et al.
（2024）［40］

Zhang. et al.
（2024）［41］

工序

电弧炉

65 t
电弧炉

130 t 
LF

精炼炉

210 t
转炉

45 t
转炉

150 t 
LF精

炼炉

转炉

转炉

绿色

低碳任务

电能

消耗

预测

电极

控制

LF通电

时间预测

出钢过程

Mn合金化

收得率

转炉

耗氧量

LF合金

收得率

预测

废钢

收得率

预测

转炉冶炼终

点残锰含量

预测

数据来源和特征

在 EAF 过程的装料和熔化阶段

工艺参数（废料总重量、熔化时

间、加热炉开始、延迟时间、1 号

筐中的废料重量、温度、2号筐中

的废料重量、3号筐中的废料、总

氧量、总碳量、装入废料的类型、

加热炉结束、炉渣重量）

工艺数据（炉角信息、液压和液

位、电极位置、有功功率、无功功

率、初级电流、次级电流、干线液

压、功率因数、反应器、电极压

力、铸件数量、碳、氧、天然气量、

记录到达电极下方的绝缘材料

的数量、铸造开始和结束时间、

电极的位置）

工艺数据 7个变量（钢水重量、初

始温度、合金添加量、造渣材料

添加量、渣层厚度、钢包使用次

数、软吹时间）

总氧耗、钢水净重、终点温度、终

点C含量、终点C含量、终点定氧

值、硅铁加入量、铝铁加入量、中

碳锰铁加入量

铁水重量、铁水温度、废钢重量、

铁水成分含量（C含量、Mn含量、

S含量、P含量、Si含量）、耗氧量

工艺数据（钢水重量、初始温度、

终点温度、精炼时间、加热时间、

氩气消耗量、萤石重量、石灰重

量、初始 C 含量、初始 Mn 含量、

初始 S含量、初始 P含量、初始 Si
含量、初始Als含量、硅铁含量）

铁水装入量、总废钢量、氧气消

耗量、终点温度、终点O、C含量、

炉龄、二次吹氧时间、冶炼时间、

石灰、石灰石、白云石、烧结矿、

焦炭、炉内废钢等装入量

铁水 C 含量、铁水 Si 含量、铁水

Mn 含量、铁水 P 含量、铁水 S 含

量、铁水量、废钢量、铁水脱硫出

站温度等

智能算法

Takagi-Sugeno
模糊建模

人工神经

网络（ANN）

功率消耗机制

和深度神经网

络混合（PCM-
DNN）

GA-BP
神经网络

轻量级梯度

提升机

（LightGBM）

主成分分析和

深度神经网络

（PCA-DNN）

随机森林

（RF）+多层

神经网络

（MLNN）

贝叶斯

优化后

CatBoost 

样本数

577例样本，

404例训练，

       173例测试

80%训练集，

20%测试集

       2 500例数据， 
       2 000例训练，

       500例测试

195炉酸洗板数据

1 680炉数据

1 549炉数据，

    1 149炉训练集，

400炉测试集

9 164条数据，

    清洗后8 583条，

     70%训练集，

     15%验证集，

     15%测试集

1 500炉数据，

    1 200炉训练集，

300炉测试集

预报命中率

ARMSE：3. 47

98%

93. 0%（±3 ℃）、

96. 9%（±5 ℃）  

预测精度≥98%的

炉次占总炉次75%

  预测的氧气体积：  
94. 04%（±50 m3）
85. 91%（±40 m3）
76. 58%（±30 m3）

        Si收得率： 
 54. 0%（±1%）、

 93. 8%（±3%）、

98. 8%（±5%）

绝对误差≤0. 05：
96. 89%

    预测命中率： 
83. 2%（±0. 01%）、

76. 2%（±0. 008%）

表1  国内外人工智能赋能绿色冶炼制造现状（续表）

Table 1  Present Situation of Artificial Intelligent Empowerment of 
Green Smelting Manufacturing at Home and Abroad（Continued Table）
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作者

和年份

Gao. et al.
（2024）［42］

Panoiu.  et al.
（2024）［43］

Zhou. et al.
（2025）［44］

Zhou. et al.
（2025）［45］ 

工序

120 t
转炉

100 t
电弧炉

300 t
转炉

电弧

炉/转
炉

绿色低碳

任务

合金精准

控制模型

电能质

量分析

电弧炉

炼钢能

效分析

废钢

成分

预测

数据来源和特征

合金物理性能及化学成分

（密度、强度、化学成分）、合

金收得率数据、出钢温度、终

点氧含量、铁水量、废钢量

有功功率、无功功率、畸变功

率和总谐波失真等电力质量

指标的时间序列数据

直接还原铁量、熔剂添加量、

温度、出钢温度时间、天然

气、氧气、炉渣、碳添加量

生铁化学组成（C、Mn、P 等 22
种元素）、生铁重量、各废钢

类型添加量、合金及添加剂

用量，以及钢、炉渣质量和氧

化铁含量

智能算法

T-LSTM神经网络

结合Kmeans聚类

混合神经网络-卷
积 神 经 网 络

（CNN）、长短期记

忆（LSTM）和门控

递归（GRU）单元层

极限梯度提升

XGBoost

线性场景：状态空

间模型+卡尔曼滤

波非线性模型：非

线性空间模型+无
损卡尔曼滤波

样本数

421炉数据训练,
200炉数据测试

有功功率：

400个样本，

85%的训练集，

15%测试集

699例

原始20 000炉次，

去除异常值后，

75%训练集，25%
测试集

预报命中率

Mn收得率：

  100%（±2%）

     91%（±1. 5%）

 74%（±1%）

94%

RMSE：18. 6

Cu误差±50ppm，98%
Cr误差≤±30ppm，90%

表1  国内外人工智能赋能绿色冶炼制造现状（续表）

Table 1  Present Situation of Artificial Intelligent Empowerment of 
Green Smelting Manufacturing at Home and Abroad（Continued Table）

在 LF精炼过程中，通过预测精炼时间和加热

时间等关键参数，企业能够合理安排生产计划，减

少不必要的能源消耗。对气体消耗量等资源的预

测和优化，也有助于降低生产成本，提高资源利用

效率。在电弧炉炼钢过程中，智能化技术通过对

电能消耗等参数的预测和分析，为企业提供节能

降耗的有效手段。通过优化装料和熔化阶段的工

艺参数，企业能够减少电能浪费，提高炼钢效率。

智能化技术还能实时监测电弧炉炼钢过程中的废

气排放，通过数据分析及时调整工艺参数，以减少

有害气体的排放，实现绿色生产。

在转炉炼钢环节，智能化系统通过精确控制

吹氧量和冷却剂的添加，优化了炼钢过程中的碳

足迹，降低了对环境的影响。结合大数据分析，企

业可以识别并改进生产流程中的能耗瓶颈，进一

步提升整体能效。冶炼过程的类别不平衡是机器

学习应用中普遍存在的挑战，其中少数类别（通常

是关注的重点类别）的代表性严重不足。这种不

平衡会负面影响模型性能、导致误导性评估指标，

并带来验证难题。解决类别不平衡的两种主要数

据增强技术是合成少数类过采样技术（SMOTE）和

生成对抗网络（GAN）。通过分类不平衡类型并检

视模型、指标、数据集和比较方法，为处理类别不平

衡问题提供可操作的见解与未来研究方向。图 2
展示了智能冶炼流程中绿色应用场景统计分布。

由图 2看出，对转炉出钢合金化收得率、电弧

炉炼钢能效以及转炉氧气消耗量等方面的研究相

对较多，分别占比 26.32%、21.05%和 15.79%，对转

炉废钢收得率和 LF 合金收得率的研究则相对较

少。智能化模型的应用显著提高炼钢流程中的资

源利用效率，降低能耗和排放，为钢铁行业的绿色

制造转型提供有力支持。通过预测和优化合金收

得率，企业能够更精确地控制合金的使用量，减少

浪费，同时保证产品质量。炼钢过程的高度复杂

性和不确定性，使得数据收集和处理难度加大。

不同企业的生产工艺和设备条件存在差异，这也

给智能化模型的推广和应用带来一定困难。需要

继续探索更加先进的数据处理技术和智能化算

法，以适应不同企业的实际需求，推动钢铁行业的

绿色制造进程不断向前发展。 -- 23
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2.2  智能化赋能连铸工序绿色制造

连铸制造过程无法在线检测铸坯裂纹，基于

机器学习的铸坯裂纹预报技术构建铸坯裂纹识别

和检测模型，实现连铸高效化生产和智能控制。

连铸制造流程的漏钢事故造成企业的巨大经济损

失，国内外学者们［46-57］ 已采用机器学习算法准确预

测漏钢风险，采取提前干预措施，避免漏钢事故发

生。目前，前沿智能算法被广泛应用到连铸工序的

绿色制造流程，结合人工智能算法与连铸大数据，

克服多物理场耦合难题，实现连铸制造无缺陷铸坯

及多目标优化任务。机器学习模型可实现对缺陷

的精确预报，从而指导生产参数的调整，降低铸坯

下线精整量，提高铸坯热装热送率。国内外人工

智能赋能绿色连铸制造现状见表2［58-69］。

图 3为智能连铸流程中绿色应用场景统计分

布。在这一过程中，机器学习方法已经被广泛地

应用于铸坯的制造过程中。具体来说，对板坯纵

裂纹的研究、结晶器异常液位波动的预警以及

SEN 水口堵塞程度的预警等方面的研究相对较

多，分别占比 41.67%、16.67%和 16.67%，对铸坯内

裂纹和结晶器传热控制的研究则相对较少。尽管

如此，智能算法在预测铸坯质量、优化冷却过程以

及提高生产效率方面，已经展现出了巨大的潜力。

通过实时监测和分析连铸过程中的关键参数，如

温度、压力和流速等，结合深度学习算法，可以精

确地预测铸坯的凝固行为和微观组织的演变。这

将有助于指导冷却制度的优化，从而减少内部缺

陷的产生。

智能算法还可以根据生产需求，实时调整连

铸机的运行速度、冷却水量等工艺参数，从而实现

生产效率和产品质量的双重提升。连铸工序的绿

色制造正在逐步向智能化和协同化方向发展。通

过构建连铸大数据平台，可以实现生产数据的实

时采集、存储和分析，为智能化决策提供有力的支

持。借助云计算技术，可以实现计算资源的按需

分配和高效利用，降低企业的运营成本和环境负

担。随着人工智能技术的不断进步和应用场景的

持续拓展，智能化赋能连铸工序绿色制造将迎来

更加广阔的发展前景。

3  智能化赋能钢铁绿色制造面临的挑战和

展望
3.1  炼钢-连铸集成优化面临的挑战

钢铁制造流程的高效协同［70］、优化物质流能

量流［71］，是实现生产流程节能减排、降本增效的重

要手段［72］。通过融合冶金过程机理与数据驱动模

型，建立冶炼、精炼和连铸工序的智能化模型，深

入解析和优化冶金生产过程［73］。转炉出钢合金化

收得率、转炉氧气消耗量、废钢成分、电弧炉炼钢

能效、LF通电时间、转炉终点氧含量、LF合金收得

率、转炉废钢收得率、电弧炉终点微量元素含量等

关键工序单元的智能模型研发和应用，为集成智

能制造建立坚实的基础。炼钢-连铸区段是多相

态、多尺度、多层次的流程，各工序间运行周期不

稳定，钢水供应交叉、工序衔接性差等问题［74-76］。
钢铁制造流程需要从工序离散到连续集成，提高

生产效率，炼钢-连铸区段集成智能制造技术架构

如图4所示。

批量小、品种规格多的生产计划加剧了炼钢-
连铸流程的优化运行的复杂度，刘倩等［77］ 构建优

化目标为炉次最小总等待时间的炼钢-连铸流程

图2  智能冶炼流程中绿色应用场景统计分布

Fig. 2  Statistical Distribution of Green Application Scenarios in Intelligent Smelting Process
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表2  国内外人工智能赋能绿色连铸制造现状

Table 2  Present Situation of Artificial Intelligent Empowerment of 
Green Continuous Casting Manufacturing at Home and Abroad

作者和年份

Duan. et al.
(2021）［58］

段海洋等 .
(2021）［59］

Zou. et al.
（2021）［60］

张赫等 .
(2022）［61］

Sala. et al.
(2023）［62］

Liu. et al.
(2023）［63］

徐猛等 .
(2023）［64］

Wu. et al.
（2023）［65］

Kuthe. et al.
（2024）［66］

Diniz. et al.
（2024）［67］

Wang. et al.
（2025）［68］

Ma. et al.
（2025）［69］

工序

板坯（断面（1 500
～2 800）mm × 
260/320 mm）

板坯（断面（1 500
～2 800）mm × 
260/320 mm）

方坯（断面150 
mm×150 mm）

板坯（断面（1 500
～2 800）mm × 
260/320 mm）

板坯

板坯（断面（1 800
～2 700）mm × 

220/260/320 mm）
板坯（断面（1 500
～2 000）mm × 

230 mm）

方坯（一机六流）

板坯（断面（1 000
～1 600）mm × 

235 mm）

板坯

绿色低碳任务

铸坯表面纵裂

纹缺陷预测 

铸坯表面纵裂

纹缺陷预测 

铸坯内裂纹缺

陷预测 

铸坯表面纵裂

纹缺陷预测 

铸坯表面纵裂

纹缺陷预测  

铸坯表面纵裂

纹缺陷预测 

结晶器异常

液位预警

结晶器异常

液位预警

SEN水口堵塞

程度预警

SEN水口堵塞

程度预警

结晶器传热

控制研究

铸坯表面

缺陷检测

数据来源和特征

结晶器热电偶温

度（宽 侧 19 列 3
行，窄侧1列3行）

结晶器热电偶温

度（宽 侧 19 列 3
行，窄侧1列3行）

连铸参数、冷却参

数 、电 磁 搅 拌 参

数、化学成分

结晶器热电偶时

序温度

结晶器热电偶数

据、连铸过程化学

和过程数据

结晶器热电偶温

度（宽 侧 19 列 3
行，窄侧1列3行）

工艺参数（中间包

质量、塞棒位置、拉

力和结晶器振动）

钢坯宽度、钢坯厚

度、目标液位曲线

和时间序列数据

工艺数据（铸造速

度 、塞 杆 位 置 和

温度）

浇口开度、浇注速

度、结晶器液位和

中间包操作

 72支热电偶测量

数据，冷却水流

速、进水温度

可视化工具获得板

坯表面的实时照片，

连铸生产线上安装

9个检测平台

智能算法

主成分分析与

支持向量机

（PCA-SVM） 
动态时间弯曲

和ｋ近邻分类

（DTW-kNN） 
主成分分析与

深度神经网络

（PCA-DNN） 
随机森林和

Ｋ均值聚类

（RF-KMeans） 
全连接神经网络

和卷积神经网络

(FCN-CNN-SE） 
粒子群优化与

极限梯度提升

（PSO-XGBoost） 
鲸鱼优化算法

-反向传播神

经网络(WOA-BP）
强化学习 

Soft Actor-Critic
（SAC）

自适应神经模糊

推理系统（ANFIS）
与长短期记忆网

络(LSTM）

LSTM、

CNN-LSTM、

ConvLSTM

支持向量回归

（SVR）

轻量级深度学习

（CCSNet）

样本数

50例裂纹样本，

50例正常样本

50例裂纹样本，

50例正常样本

1 600例样本

31例正常工况和

31例纵裂样本

5 600例样本, 
70%训练集，

30%测试集

30例裂纹样本，

90例正常样本

8 000例样本，

90%训练集，

10%测试集

传感器实时捕获

结晶器液位

SAE1055钢种，

150例样本，

120例训练，

30例验证

6 个月连铸测试

数据，四个输入变

量各 120 个样本，

80%作为训练集，

20%作为测试集

25 组不同工艺参

数组合，20 组作

为训练集，5 组作

为测试集

3 600 张 铸 坯 图

像，其中包括五类

缺陷

预报命中率

96%

99%

92. 2%

—

—

95. 8%

91%

89. 5%

—

ConvLSTM #7： 
99. 85%

RMSE<1℃，R²≈
0. 999，预测值与

实际值偏差≤±2℃

90. 1%
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制造调度模型，提高转炉和连铸工序间的衔接度

和缓冲协调，缩短炉-机等待时间。杨建平等［78］ 
研究外部因素对炼钢-连铸流程运行效率的影响，

排程规则影响最大，工序周期匹配性较小； 构建炼

钢-连铸流程仿真模型，合理过热度炉次从 87.03%
提高到 96.50%，降低连铸坯废品量、浇铸中断次数

和拉速调整次数［79-80］。刘倩等［81］ 结合“智能算法”

和“运行规则”构建调度规则库，引入人工智能技

术为解决复杂生产调度提供思路。陈虹志等［82］ 采
用强化学习算法研究订单扰动问题，构建最小延

期和等待时间的调度模型，来求解炼钢-连铸流程

的匹配策略。以上工作已取得应用成果，但仍缺

乏精准的高效协同与实时决策模型。转炉和精炼

工序是合金、电能和氧气等资源的主要消耗环节，

应建立需求与供应的优化调度模型，提高节能降

耗效果，降低炼钢-连铸流程整体制造成本［83-84］。
炼钢-连铸流程应探索钢铁数字孪生、智能感知、

最优动态决策等未来技术构想，建立冶金知识-数
据协同驱动的钢铁知识图谱，明晰冶金反应规律

和数据映射关系，构建工序数字孪生体，实现冶金

过程数据集成、孪生模型仿真的区段数字孪生系

统，实现智能化赋能钢铁绿色制造。

3.2  大模型赋能钢铁绿色制造展望

大模型的模型参数量已突破万亿级，架构创

图3  智能连铸流程中绿色应用场景统计分布

Fig. 3  Statistical Distribution of Green Application Scenarios in Intelligent Continuous Casting Process

图4  炼钢-连铸区段集成智能制造技术架构

Fig. 4  Framework of Integrated Intelligent Manufacturing Technology of Steelmaking-continuous Casting Section
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新涌现出混合专家（MoE）、多模态融合（CLIP）等突

破，推动AI具备复杂推理和跨模态理解能力［85-87］。
应用层面加速向垂直领域渗透，并通过模型压缩技

术实现边缘端部署，同时AI Agent等新型人机协作

模式正在重构生产力。面对算力成本、数据隐私等

挑战，行业通过模型蒸馏、联邦学习等技术应

对［88-92］。未来趋势将聚焦模型自主进化、与物联网/
机器人深度融合，以及开源生态与商业化的平衡，

最终推动大模型从技术突破走向社会价值创造。

大模型赋能钢铁绿色制造技术架构见图5。

图5  大模型赋能钢铁绿色制造技术架构

Fig. 5  Framework of Large Models Empowerment of Green Steel Manufacturing Technology

由图 5看出，钢铁工业基础模型的核心能力包

括机理认知、钢铁材料知识问答、仿真&生成、生产

过程控制、优化&决策以及科学发现。在具体工业

场景中，用户可选择定制化的任务或行业领域的

基础模型构建工业智能体。相较于传统工业基础

模型，这类智能体具备主动感知工业环境、自主规

划决策、控制调用的能力，可实现高效协同交互，

优化其在钢铁工业场景中的应用效果，实现全流

程数据驱动与智能优化。该架构以 AI为核心，融

合冶金知识与实时 IoT 数据，动态降低能耗与碳

排放。

多源异构感知网络实现设备全息监测，基于

因果推断的能效优化体系显著降低资源消耗，虚

实联动的数字孪生平台促进机理与数据的双轮驱

动。关键技术突破点包括，跨模态特征融合补偿

算法、可解释的领域因果推理框架、多粒度孪生建

模方法等［93-99］。这些创新将推动钢铁制造从当前

的信息化阶段迈向具有自主决策能力的智能化新

阶段，为炼钢流程绿色工艺的智能化升级提供核

心支撑。打造钢铁工业智能化转型的认知计算基

座，需要建立覆盖冶金全流程的领域专用大模型

体系。这一体系将突破传统工艺优化的局限，在

工艺参数调控、质量闭环管理等核心环节实现全

链条智能赋能。基于多模态大模型构建从冶炼到

连铸的全流程数字孪生体，通过实时融合生产数

据、设备状态与能源消耗信息，动态生成最优能效

调控方案，降低工序能耗。结合计算机视觉大模

型与工艺知识图谱，构建缺陷成因推理引擎。当

产品出现表面裂纹时，系统可自动追溯关联炼钢

成分控制、轧制温度曲线等工艺参数，定位根本原

因，提升质量事故处理时效。突破传统单目标优

化局限，开发基于强化学习大模型的“能耗-成本-
质量”多目标动态博弈算法。在保证产品性能前

提下，实现降低吨钢生产成本与减少消耗的帕累

托最优。冶金机理认知建模、动态知识库构建、工

艺过程仿真、智能控制策略生成、多目标协同优化

及科学规律挖掘等领域［100-102］，这种深度智能化的

实现路径依赖于冶金专家知识与机器学习模型的

持续交互，通过人机协同迭代形成具有行业特色

的智能进化范式。这种转型不仅提升生产效能，
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更将重构钢铁工业的技术框架。

4  结语
（1） 机器学习、深度学习及大模型技术与炼钢

核心工序（转炉、电炉、连铸）深度融合，通过多模

态感知预警、资源协同优化和数字孪生等前沿

技术，实现低碳高效生产，助力钢铁行业绿色化

转型。  
（2） 基于数字孪生和因果推理的智能系统，可

优化炼钢—连铸全流程协同生产，提升动态决策

能力，降低能耗与排放，推动钢铁制造向智能化、

高效化方向发展。  
（3） 人工智能在炼钢深度应用仍面临数据整

合、模型泛化等挑战，需进一步探索大模型在绿色

制造中的策略，实现跨工序知识迁移和工业机理

融合，为钢铁行业智能化转型提供理论支撑与实

践路径。
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